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Abstrakt: Ulohou umelej inteligencie (Ul) v Turingovom teste je imitovat’ ¢loveka do takej
miery, aby vySetrovatel’ nebol schopny rozlisit’ stroj od ¢loveka. S prichodom hlbokého u¢enia
(DL) (podkategoria Ul) sa vsak situacia meni, pretoze sa tieto systémy namiesto simulovania
l'udskej inteligencie zameriavaju na rieSenie konkrétnych problémov. Z dévodu, Ze tieto umelé
systémy nesimuluju 'udsku inteligenciu, sa otvara otazka, ¢inie je Turingov test v problematike
hlbokého uéenia irelevantny. Na problém sa je mozné pozriet’ v troch Castiach. Po prvé, sa je
potrebné zamerat’ na aplika¢né vyuzitie Turingovho testu v Loebnerovej cene, v ktorej su kla-
dené otazky zamerané na aspekty l'udskej inteligencie — ucenie, usudzovanie a porozumenie.
Po druhé, je mozné povazovat za problém, Ze sa v Turingovom teste rozumie pod inteligenciou
iba vSeobecna l'udska inteligencia. Ked’Zze ani DL touto formou inteligencie nedisponuje, je
mozné bez pochyb oznacit’ tito Ul za neinteligentnu? Nakoniec je otazne, ¢i by vlastne malo
zmysel, aby ucelovo zamerana Ul, akou je DL, absolvovala Turingov test, nakol'’ko samotny
test ziadne d’al$ie poznatky o analyze problémov alebo inteligencii neprinasa.

KPucové slova: hlboké ucenie (deep learning, DL); umela inteligencia (Ul); Turingov test; in-
teligencia; ucenie; natrénovanie dat; jazyk

THE IRRELEVANCE OF THE TURING TEST IN CURRENT DEEP LEARNING

Abstract: The role of artificial intelligence in the Turing test is to imitate human beings to such
an extent that people will not realize it is a machine. With the rise of deep learning (a subcate-
gory of Al), the situation is changing rapidly as the new systems do not focus on imitating
human intelligence but emphasize thorough solutions to specific issues. The main difference
between predefined Al and deep learning (DL) is that these systems are self-learning and have
verifiable results. Firstly, we need to analyse the application of the Turing test in the Loebner
Prize because, there, the primary emphasis is on aspects of human intelligence — learning, rea-
soning and understanding. Secondly, in the Turing test, only general intelligence is considered,
and this can be questionable. If DL does not possess this form of intelligence, by this reasoning,
we should consider it unintelligent. However, is such understanding correct? The third and last
aspect questions whether the Turing test is beneficial for an Al designed for specific tasks be-
cause the results do not bring any new data and conclusions.

Keywords: deep learning (DL); artificial intelligence (Al); Turing test; intelligence; learning;
training data; language
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Uvod

Z tilozofického hladiska sa umela inteligencia (d’alej len UI) vnima ako systém, ktory by
mal simulovat’ alebo imitovat’ I'udskt inteligenciu. S predstavou o inteligentnych pocitacoch
prisiel uz v roku 1950 Alan Turing. Zaroven ponukol test (imita¢nu hru), prostrednictvom kto-
rého by malo byt mozné odlisit’ strojovii entitu od 'udskej. Ulohou stroja v tomto teste je prave
napodobit’ ¢loveka do takej miery, aby vySetrovatel’ (alebo aj porotcovia v novsich verziach
testu) nemohol odhalit’, Ze komunikuje so strojom. S prichodom hlbokého uéenia® (d’alej len
DL) sa situacia meni, nakol’ko sa tieto umelé systémy primarne nezameriavaji na simulovanie
l'udskej inteligencie, ale na rieSenie konkrétnych Specifickych problémov bez nutnosti vyuzivat
I'udské postupy. Na druht stranu sa DL dokézalo v urcitych Cinnostiach nielen vyrovnat’ ¢lo-
veku, ale ho i prekonat’ (napr. v hre GO). Z dovodu, ze ciel'om takejto Ul nie je nutne simulovat’
I'udsku inteligenciu, sa otvara problém, ¢i Turingov test (ako test pre Ul napodobujucu l'udsku
inteligenciu) nie je v problematike hlbokého ucenia irelevantny.

Prva Cast’ prace (2) sa bude zameriavat’ na aplikacné vyuzitie Turingovho testu v tzv. Loebne-
rovej cene? (sitaz) v spojitosti s DL. Pocas tejto siutaze sa pri umelych systémoch zistuje ab-
sencia alebo pritomnost’ 'udskych aspektov inteligencie, ktoré zahfiaja kategorie ucenie, usu-
dzovanie a porozumenie. V stvislosti s DL sa mozno v kategoérii u¢enia zamerat’ na metoédu
ucenie s posiliiovanim, u ktorej sa najpreukazatelnejsie objavuju urcité prvky ucenia. Dolezi-
tym bodom pri rieSeni tohto problému je zistit’, ¢i je mozné uvadzanu metddu strojového ucenia
(d’alej len ML) povazovat’ za pouzitel'ny (i ked’ nebiologicky) model uéenia, a to v komparacii
s preddefinovanou UI nedisponujicou Ziadnym typom ML, ale i s l'udskym ufebnym proce-
som. V kategorii usudzovania sa analyza bude sustred’ovat’ na tri druhy usudzovania — deduk-
cia, indukcia, abdukcia. Hlavnym problémom bude v tomto pripade to, ¢i su tieto druhy v DL
aplikované a akym spdsobom i v suvislosti s ¢lovekom. Porozumenie je aj u DL problematic-
kym aspektom, nakol’ko nie je mozné jasne identifikovat, ¢o to znamena, Ze ,,Ul rozumie®.
Napriek tomu sa nevylucuje moznost’, ze DL disponuje ur¢itym stupiiom (alebo formou) po-
rozumenia, vzhl'adom na to, ze nie je preddefinovanym, ale u¢iacim sa systémom, i ked’ forma
porozumenia nemusi striktne koreSpondovat’ s I'udskou predstavou tohto aspektu. Na zaklade
uvadzanych troch kategérii sa objavuje moznost’ irelevantnosti Turingovho testu v problema-
tike hlbokého ucenia, a to z dovodu, Ze tieto kategorie nemusia byt striktne chédpané iba v spo-
jitosti s I'udskou inteligenciou, ale i s inymi umelymi systémami vyuzivajicimi odli$né postupy
nez ¢lovek. Rozoberanu tézu zaroven mozu podporit’ aj dve nasledujtce Casti, ktoré cely prob-
1ém doplinaji.

Druhé €ast’ (3) sa bude venovat’ otazke, ¢ije v spojitosti s Turingovym testom mozné povazovat’
DL za neinteligentné. V Turingovom teste sa predpokladd, Ze UI bude simulovat’ vSeobecnu
Pudsku inteligenciu, nakol’ko sa mé ¢o najviac pripodobnit’ cloveku, aby Gspe$ne absolvovala
tuto skusku. Ked'ze sa DL nepokusa a ani nedisponuje schopnost’ami, ktorymi by sa vyrovnala
Iudskej inteligencii, je moZné povazovat tieto umelé systémy automaticky za neinteligentné,
alebo test chape inteligenciu nespravnym spdsobom?

Tretia Cast’ (4) sa zameria na poziciu umelych syst¢émov v Turingovom teste. Preddefinované
chatboty su priamo zamerané na absolvovanie takychto testov, nakol’ko maju naprogramovany

1 Hlboké ucenie (deep learning, DL) zaloZené na viacvrstvovych neurénovych siet’ach je podkategoriou strojového
uéenia (machine learning, ML), ktoré je jednym z odvetvi v umelej inteligencii (Ul) (pozri Chollet 2019).

2 Loebnerova cena je kazdoroéna sut'az umelej inteligencie zamerana na konverzaciu v 'udskom jazyku. Zalozena
bola v roku 1990 Hughom Loebnerom, po ktorom je aj pomenovana. Sut'az prebieha na zaklade ,,$tandardného
Turingovho testu® (Turing 1950).
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bezny repertoar l'udskych vypovedi. DL so zameranim na trénovanie jazyka moze mat’ vzhl'a-
dom na mnozstvo natrénovanych dat (a prepracovanost’ algoritmu) preto vyhodu v porovnani
so Standardnym chatbotom. Na druht stranu je otazne, aky zmysel by malo, aby takato UI ab-
solvovala Turingov test, ked’ze sa primarne zameriava na trénovanie Strukturalnych aspektov
jazyka, na ktoré samotny test odpovede neprinasa.

Turingov test v su¢asnej umelej inteligencii

Alan Turing vo svojom ¢lanku Pocitacie stroje a inteligencia predstavuje tézu o myslia-
cich strojoch, ktoré sa svojou inteligenciou vyrovnaji beznému raciondlnemu ¢loveku. Turing
sa vSak v praci nezaobera analyzou l'udskej inteligencie a ani inteligenciou vSeobecne. Na-
miesto toho ponuka test, prostrednictvom ktorého by malo byt mozné odlisit’ strojovu entitu
od l'udskej. Povodne bol tento test (tzv. imita¢na hra) povazovany skor za myslienkovy experi-
ment nez za realnu skusku strojovej inteligencie. A to prevazne z toho dévodu, ze v dobe, v kto-
rej Turing zil, bol vrcholom technoldgie mechanicky vypoctovy stroj, a nie digitalny pocitac
alebo Ul. Zasadna zmena prisla so zalozenim Loebnerovej ceny — sut'aze, ktora Turingov ex-
periment aplikovala ako plnohodnotny test. Na zaklade neho je mozné odhalit’ pritomnost’ alebo
absenciu l'udskych aspektov inteligencie u tzv. chatbotov, ¢ize Ul zameranej na konverzaciu
Vv l'udskom jazyku.

Vyvoj Ul sa ale postupne zacina zameriavat’ na pokrocilejSie druhy tejto technologie, ktoré
odsuvaju zaujem o chatboty do vedlajsej pozicie, ked’Ze si naprogramované iba na ,,hranie*
vV Loebnerovej cene bez Ziadneho d’alSieho ucelu. Ddélezitym milnikom a zarovenl jednym
z hlavnych smerov vyvoja Ul sa v sGi¢asnosti stava technologia hlbokého ucenia, ktorého me-
tody a ciele sa diametralne liSia od Standardnych chatbotov. DL sa priméarne nepokusa simulo-
vat’ l'udsku inteligenciu, naopak je ucelovo zamerané a natrénované na jednu konkrétnu tlohu
(napr. AlphaGO na hranie hry GO). Dokonca je nutné dodat’, Ze v sucasnosti ani nie je plno-
hodnotna simuldcia mozna, nakol’ko sa vyvoj ani nepriblizuje k iplnému porozumeniu aspek-
tov 'udskej inteligencie. Odbornik na umelt inteligenciu M. Jordan v rozhovore s L. Gomesom
dokonca tvrdi, Ze: ,,neurovedy su d’aleko od rieSenia, akym spdsobom sa I'udsky mozog uci,
tym padom ani metddy hlbokého uc¢enia nemdzu mat’ Ziadnu priamu spojitost’ s biologickym
ucenim* (Gomes 2014).

Ucelova umela inteligencia

Uz v roku 1998 Ford a Hayes predpokladali, Ze lepsi pristup k vyvoju Ul bude vtedy, ked’
,opustime ciel’ vytvorit’ program imitujtci 'udsku inteligenciu a namiesto toho sa zameriame
na systémy nevyzadujice podobny pristup* (Ford — Hayes 1998, 80). Vzhl'adom na sti¢asny
stav umelej inteligencie je moZné tento predpoklad povaZovat’ za spravny. Zarovei sa ukazuje,
ze existuju i odlisné pristupy k rieSeniu Ul, ktoré su efektivne aplikovatel'né aj v sticasnosti.
Z toho dovodu by mala aj filozofia zaujat’ nové stanovisko k tejto problematike. To znamen4,
7e okrem neustdleho argumentovania a odévodenia moznosti ,,umelej I'udskej inteligencie*
(humanlike) je potrebné prijat’ aj novu kategoriu ,,umelej ucelovej inteligencie, do ktorej by
bolo moZné zaradit’ aj DL, nakol’ko sa priméarne nesnazi simulovat’ biologicky model ucenia.
Prave naopak, prichddza s novymi metddami, ktoré sa so spominanym modelom priamo nespa-
jaju. V stvislosti s navrhnutym stanoviskom je nutné prehodnotit’ relevanciu Turingovho testu
v sucasnej Ul, nakol’ko ide z hl'adiska filozofie mysle o prvi teodriu, ktoré otvorila problematiku
mysliacich strojov. Ked’Ze sa test postupne vytraca zo sucasného filozofického diskurzu, zos-
tava uz iba otazka, ¢i ma miesto v aktualnych problémoch UlI, alebo je i pre DL bezvyznamny.
Konkrétne sa v nasledujicich pasdZzach budem zaoberat’ atribatmi inteligencie zistovanymi
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prostrednictvom Turingovho testu, na zaklade ktorych sa pokusim poukézat’, ze v metoédach DL
zohravaju znac¢ne inu tlohu v porovnani s I'udskou inteligenciou. Pripadne, Ze ich analyza po-
mocou tejto technologie ani nevyzaduje. Tym sa zaroven budem snazit’ poukazat’ na moznost,
ze Turingov test je v problematike hlbokého ucenia irelevantny.

Predtym nez budem pokracovat’, by som rad zmienil niekol’ko kratkych pripomienok. Nemam
zaujem v tejto praci poukazovat’ na vSeobecnu bezvyznamnost Turingovho testu, nakol’ko je
mozné, ze v budicnosti bude existovat’ UI, pre ktoru sa stane vhodnou skuskou inteligencie
(napr. Ul so struktirou identickou s 'udskym mozgom). Na druht stranu sa chcem vyhnut’ $pe-
kul&cidm, ktoré nekorespondujt s aktudlnym vyskumom. Z tohto dévodu aj (aktualne) navrhu-
jem pragmatickejSie stanovisko ucelovej umelej inteligencie.

Ucdenie, usudzovanie a porozumenie v hlbokom u¢eni

V Loebnerovej cene sa pocas Turingovho testu zistuje pritomnost’ alebo absencia aspek-
tov inteligencie (prostrednictvom kladenych otazok), ktoré zahtiiaju ucenie, usudzovanie a po-
rozumenie. Na ich zédklade by malo byt mozné rozlisit’ 'udsku entitu od strojovej. James Moor
argumentuje, ze ,,prave tieto kategorie su perfektne spojené s I'udskou inteligenciou®. Zaroven
tvrdi, Ze ,,nejde o nezéavislé kategorie, ale prave naopak navzdjom prepojené* (Moor 2001, 87—
88). S druhou Cast'ou argumentu je mozné suhlasit’, a to aj v suvislosti s DL. V pripade tejto Ul
ide dokonca o hierarchické prepojenie, nakol'’ko usudzovanie a porozumenie st zavislé od pro-
cesu ucenia. Prva Cast’ argumentu je problematickejSia. Moor vo svojej praci nepredpoklada
dve (aktualne) klI'aicové moznosti, ktoré by sa v ramci problematiky hlbokého u¢enia mohli ob-
javit. Po prvé, neberie v tivahu existenciu Ul, ktora by Ziadnym spdsobom nesimulovala a ani
nenapodobniovala l'udskl inteligenciu. Po druhé, povazuje uvedené kategorie za striktné as-
pekty l'udskej inteligencie, ¢o je v su¢asnosti mozné oznacit’ minimalne za nepresné hl'adisko.
Na objasnenie tohto problému sa je nutné podrobnejSie pozriet’ na konkrétne kategorie, a to
V ramci metod, ktoré DL vyuziva pri rieSeni uloh.

Kategoria: ucenie

KIi¢ovou metddou, ktora DL vyuziva pri rieSeni tloh, je tzv. udenie s posiliiovanim.®
Prostrednictvom tejto metddy je schopné pocas rieSenia problému vykonat’ tri dolezité kroky:
natrénovat’ surové data, samostatne optimalizovat’ data (Ul si je v podstate sama sebe superom,
napr. AlphaGO hrala proti sebe hru GO) a nakoniec spétne si opravit' chyby (spétné Sirenie
chyby). Yamins a DiCarlo podotykaju, ze ,,takyto uciaci proces sa zda byt bytostne odlisny
od vsetkého, ¢o je spojené s biologickym vyvojom alebo 'udskou kultirou® (Yamins — DiCarlo
2016, 364). Na prvy pohl'ad sa zda, Ze ide o relevantny nazor. Najméa z dovodu, ze DL vykonava
ucenie v uzavretom prostredi zameranom na jeden konkrétny problém. Inymi slovami Ul je
(nebiologicky) kognitivne uzavreta* v rieseni $pecifického problému v sulade s natrénovanymi
datami, ¢o je diametralne odliSné od 'udského spdsobu rieSenia problémov. Overenie hypotézy,
7e metdda ucenie s posiliiovanim je skutocne odlisna od biologického modelu ucenia, vyzaduje
dva pristupy. Po prvé je nutné konfrontovat’ postupy DL so Standardnou Ul, ktord nevyuziva
ziadne principy ML. Na zaklade toho sa d4 potvrdit’, ze je zmiefiovand metdda realne pouzitel’-
nym modelom u¢enia. Druhym krokom je jej porovnanie s 'udskymi postupmi, na zéklade ¢oho
sa preukaze podobnost’ alebo odlisnost’ DL, a 'udskej inteligencie v kategorii ,,ucenie®.

3 Okrem uéenia s posiliiovanim (reinforcement learning) sa medzi zdkladné metddy strojového udenia (vratane
DL) e$te zarad’uje uéenie s u¢itel'om (supervised learning) a uenie bez ucitel'a (unsupervised learning).

4 Okrem pripadov, kedy sa vyuziva tzv. uéenia s prenosom (transfer learning), prostrednictvom ktorého je mozné
natrénovanu neurénovu siet’ pouzit’ aj na rieSenie suvisiacich podobnych problémov (pozri Tan et al. 2018).
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Klasicka umela inteligencia

Predchodcovia DL, ktori nevyuzivali ziadnu formu ML, disponovali iba preddefinova-
nym naprogramovanim. To sice znamenalo, zZe takato Ul bola schopna vykonat’ ulohu, na ktora
bola nastavand, no na druhti stranu u nej absentovala moznost’ samostatnosti ¢i ucenie sa z re-
prezentacie dat,® ktora by prispela k podrobnejsiemu rieseniu uréitého problému. I§lo vlastne
0 program, ktorého algoritmy nijakym spésobom neaplikuju ucebné prvky, a to i v pripade, ze
dané Ul zdanlivo zvladala ulohy na l'udskej irovni. Ukédzkovym prikladom takéhoto druhu UI
je Deep Blue, ktory sice dokézal porazit’ v Sachovom dueli majstra sveta Garyho Kasparova,
avSak iba na zdklade matematicky najpravdepodobnejsich tahov. Skuto¢nost’, ze Deep Blue
nedisponuje ziadnymi ucebnymi prvkami, potvrdzuje aj Schubbach: ,,Funkcnost’ Deep Blue
bola definovana formalnymi algoritmami v programovacom jazyku C* (Schubbach 2019,
1810), ktory sa prave pouziva na preddefinované kodovanie. Zaroven sa ukazuje, ze cielom
tejto Ul bolo iba ukazat’, ako technologia tej doby a preddefinované kdédovanie dokdze porazit
cloveka, avsak bez potreby vytvarat’ nieco nové. Dokonca aj Hsu, jeden z programatorov Deep
Blue, hovori: ,,Vedel som presne aké hardvérové hodnotenie bolo nastavené v kazdej hre* (Hsu
2004, 200). Tymto tvrdenim vlastne potvrdzuje preddefinovanost’ krokov, ktoré Deep Blue vy-
konaval pocas hry. Na zédklade zmienenych dévodov mozno usudit’, Ze tento druh Ul neprindsa
pri analyze ni¢ nové okrem toho, ¢o uz do nej vlozili tvorcovia. V takomto pripade nie je mozné
hovorit’ o tom, Ze by podobna UI disponovala urcitou formou modelu ucenia, nakolko sa ani
V jej postupoch neobjavuji znaky, ktoré by tomuto atributu zodpovedali.

Ucenie V hibokom uceni

Vyhodou DL na rozdiel od predchadzajiiceho variantu je uz zmiefiovana metdda ucenia
S posilinovanim, ktora ju oslobodzuje od nutnosti disponovat’ preddefinovanym naprogramova-
nim. Uvadzané tri kroky (natrénovanie dat, samostatna optimalizéacia dat a spdtna oprava chyb),
ktoré su integralnou sucastou metddy, zarovenn poukazuji na moznii samostatnost’ a uc¢ebné
prvky Vv procese trénovania. Otazkou ostava, ¢i je takyto postup mozné povazovat' za pouzi-
tel'ny (i ked nebiologicky) model ugenia. Relevantnym zastupcom Ul s DL je prave AlphaGO,?
na zaklade ktorej bude mozné preukazat’, ¢i je metdoda ucenie s posiliiovanim redlne pouzitel-
nym modelom ucenia. Ked’Ze zmietiované tri kroky st v metdde kl'icové, rozbor problému

A4

bude pokracovat’ bliz§im pohl'adom priamo na ne.

V prvom kroku AlphaGO natrénovala znacné mnoZstvo dat, ktoré obsahovali pravidla a po-
stupy hry GO, a ¢o je dolezité, duely odohrané I'udskymi hra¢mi (data priblizne z 1000 hier).
Hned tu sa je potrebné zastavit' a v§imnut si zasadné odlisnosti v porovnani s Deep Blue.
AlphaGO sa na rozdiel od Deep Blue prisposobuje pocas natrénovania hernému prostrediu,
nejde preto primarne iba o vyuzitie matematicky najpravdepodobnejSieho t'ahu, ale skor vyuzi-
tie dat ako ,,skusenosti“ k d’alSej aplikacii. Lopez-Rubio uvadza, Ze ide vlastne o ,,adaptaciu dat

® Sposob, akym sa v neurénovej sieti nahliada na data (ako ich DL vidi). Obrazky mozu byt reprezentované
napr. v pixeloch alebo RGB. Ide o jeden z ddlezitych algoritmov DL, na ktorom zavisi spravnost’ vystupu (pozri
Bengio et al 2013).

6 Z technického hladiska je ete potrebné upresnit, e AlphaGO mala okrem algoritmu ucenie s posiliiovanim
implementované aj d’alSie algoritmy — uéenie s uéitelom, vyhl'adavaci algoritmus Monte Carlo, hodnotiacu siet’
(value network) a este niekol’ko d’al§ich. To znamena, Ze jednotlivé kroky a celkovo cely proces natrénovania
nezavisel iba na jednej metdde, ale na kombinovanom pouziti algoritmov (pozri Silver, D. — Huang, A. — Maddi-
son, C. etal. 2016). Zaroven ale mozno dodat’, Ze uCenie s posilfiovanim je jednou s kI'ai¢ovych metod, na ktoré sa
zameriava vyskumny program od Google ,,DeepMind“ zaoberajici sa vyvojom DL, ako je AlphaGO, AlphaGO-
Zero ¢i AlphaStar.
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k ¢o najlepSej sumarizacii problému® (Lopez-Rubio 2018, 671). Netreba ale zabtdat’, Ze pojem
skuisenost’ sa v tomto pripade musi chapat’ striktne v spojeni s datami, ktoré ma DL Kk dispozicii.
Najmé z dovodu, ze AlphaGO je (nebiologicky) kognitivne uzavreta v pravidlach a postupoch
hry z natrénovanych dat, v ktorych sice vynika, avSak nezrovnalosti nekorespondujuce s her-
nymi mechanizmami st pre fiu neriesitelné (pozri Hriadel 2020). I ked” AlphaGO podlieha ur-
¢itym obmedzeniam, v porovnani s Deep Blue ide o nezanedbatelny pokrok, nakolko je
schopna pouzitenym sposobom zosumarizovat’ data, ¢o je zaroveil u nej iba zaciatkom riese-
nia, a nie finalnym stavom.

Ak by bolo mozné nazvat’ prvy krok jednym slovom ,,sumarizacia®, druhy by sa bez problémov
dal oznacit’ ako ,,optimalizacia®“, ked’ze po natrénovani dat ich bola AlphaGO schopna plno-
hodnotne vyuzit. To sa prejavilo tym, Ze si samostatne nasimulovala herné duely, v ktorych
hrala proti sebe samej. Zaroven zuzitkovala nadobudnuté znalosti hernych kombinacii, na za-
klade ktorych vytvorila vlastné potencidlne vyherné stratégie. V tomto bode sa ukazuje, ze DL
je schopné nadviazat’ a asociovat’ predchadzajuce znalosti a tym si vytvorit’ vlastné poznatky,
ktoré neboli vopred naprogramované. Niekto by sice mohol povedat’, ze tieto schopnosti jej
boli dané vd’aka algoritmu, to by bol vSak nepresny nazor, pretoZe algoritmus jej slazil skor ako
Sablona podobne ako aj ¢loveku. Treba aj dodat’, Ze takyto pristup k rieSeniu tlohy je unikatnym
prave pre hlboké uc€enie. Lopez-Rubio tito skutocnost’ vyborne konstatuje: ,,Automatické uce-
nie je revolu¢nym atributom hlbokého uéenia, nakol’ko si takato Ul dokaze samostatne vybrat’
optimalnu moznost’.* (Lopez-Rubio 2018, 673) Tym sa taktiez snazi naznacit,, Ze v jednoduch-
$ich typoch strojového uéenia (napr. plytkom uéeni’) tato vlastnost’ absentuje (samozrejme to
isté plati aj pre Ul akou je Deep Blue). Zaroveil tym poukazuje na samostatnost’, ktora sa obja-
vuje vyhradne v algoritmoch DL.

Treti krok — spitné §irenie chyby® — by sa bez problémov mohol spojit’ s predchadzajicim,
nakol’ko s vykonavané v podstate sucasne. I ked’ by sa na prvy pohl'ad mohlo zdat, Ze ide uz
iba 0 dodatkov vlastnost’, nie je to tak, pretoze je dolezita pri finalnom konstruovani stratégie.
Presnejsie povedané, AlphaGO prostrednictvom tohto algoritmu znizila chybovost’ vo svojich
postupoch (konkrétne ipravou parametrov siete — vah), ¢o ju nakoniec doviedlo k vyhernej
stratégii, ktorou porazila v roku 2016 majstra sveta v hre GO Lee Sedola. Pravdepodobne aj
preto ju Fitch nazyva ,,srdcom hlbokého ucenia“ (Fitch 2014). Nakolko je spatné Sirenie chyby
priamo prepojené s druhym krokom (samostatna optimalizacia dat), taktiez ide o vysadni
vlastnost’ hlbokého u€enia. Ako sa ukazalo, vysledok celého procesu natrénovania mozno po-
kladat’ za zna¢ny Uspech, nakol’ko AlphaGO vytvorila tahovu stratégiu, ktora nebola nikdy
vykonand ¢lovekom. Tym sa preukézalo, Ze aj pomocou umelych metdd ucenia je mozné pre-
konat’ ¢loveka v ¢innostiach, ktoré maju k tomu eSte naviac aj vel'mi dlht tradiciu (hra GO
vznikla priblizne v roku 2000 pred n. 1.).

Na zaklade uvedenych krokov je zjavné, ze metoda ucenie s posiliiovanim prindsa postup rie-
Senia problémov s uc¢ebnymi prvkami, ktory je moZné povazovat’ za realny a pouzitelny model
ucenia, a nie iba za preddefinované naprogramovanie. Relevantnost’ tézy podporuje aj skutoc-
nost, ze preukdzany model ucenia prinasa vysledky, na zaklade ktorych je DL nielen schopné
porazit’ cloveka v ur€itych €innostiach, ale dokonca vytvorit’ aj nie€o nové a neoakavané. Po
predstaveni vysSie spominaného stanoviska treba konstatovat’, ze aj v technologii hlbokého
ucenia sa objavuje pouzitelny model ucenia. Vyvstava eSte otazka, Ci je tento model ucenia
skuto¢ne odlisny od I'udského, alebo sa v nom nachadzaji uréité podobnosti.

7 Shallow learning.
8 Spiitné §irenie chyby (Error backpropagation alebo iba backpropagation ) je z technického hl'adiska algoritmus,
ktorého ulohou je v neurénove;j sieti znizit' chybovost’ z predchadzajucich vrstiev.
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Kompardacia s ¢lovekom

Levesque argumentuje, Ze su dva hlavne sposoby, akymi sa ¢lovek méze ucit’. Po prvé
ide 0 ,,ucenie zo skusenosti, ktoré spaja aj s tréningovym procesom®. V druhom pripade hovori
0 ,,uéeni prostrednictvom jazyka, ktoré zase spaja s kontextom a narativnom® (Levesque 2017).
Na prvy pohl'ad by sa mohlo zdat’, Ze sa v prvom pripade objavuji naznaky podobnosti. Druhy
postup je naopak v suvislosti s Ul (aj DL) problematicky. Na zaklade predloZenych vychodis-
kovych bodov sa je teraz nutné pozriet’ na problém podrobnejSie z pohl'adu oboch sposobov
a zaroven v spojitosti s postupmi DL, ktoré boli rozoberané v predchadzajtcich pasazach.

Ucenie zo skusenosti je s ¢lovekom spété od utleho detstva, ked’Zze mu pre nadobudnutie zna-
losti touto cestou postac¢uji zmysly a interakcia s vonkajsim svetom. Na rozdiel od prvotnej
skusenosti ucenie prostrednictvom tréningového procesu vyzaduje k nadobudnutiu urcitej zruc-
nosti opakovany pristup. Zaroven vSak kazdy potvrdi, Ze ide o vel'mi prirodzent cestu, ako sa
nieco naucit. Akékol'vek Ul (vratane DL) primarne nedisponuje hardvérom, ktory by sluzil
k adaptacii na vonkajsie prostredie. Dokonca v pripade DL je takyto doplnok tGplne irelevantny,
nakol’ko su jej algoritmy zamerané na ucenie dat Specifického problému, a nie na interakciu
s vonkaj$im svetom.® To principialne vyluéuje podobnost DL modelu u¢enia s l'udskym.

Zdanlivo najvyraznejSia podobnost’ sa objavuje v uceni na zéklade tréningového procesu. Je
mozné spomenut’ niekol’ko kl'icovych rozdielov, na zéklade ktorych bude mozné preukazat’,
7e v skutocnosti je tdito domnienka nepresnd alebo nepravdiva. Po prvé, 1 ked’ sa v oboch pri-
stupoch uéenia (u ¢loveka a DL) objavuje pojem skusenost’, jej pouzitie je iné. Clovek nevyu-
ziva enormné mnozstvo dat, aby sa zdokonalil v urcitej zrucnosti, namiesto toho spolieha na
opakované pokusy, prostrednictvom ktorych sa postupne zlepsuje. DL naopak na sumarizaciu
ur¢itého problému (¢ize vytvorenie ,,skuisenosti® vyuzitej na rieSenie ulohy) vyzaduje velké
mnoZstvo dat, inak by nebola schopna vykonavat' d’alie kroky.!° Po druhé, DL je schopné
vykonavat’ spidtni opravu chyb v celej neurdénovej sieti, aby minimalizovala chybovost.
V tomto bode je nutné povedat’, ze aj ¢lovek nepochybne vie spétne opravit’ svoje chyby, z kto-
rych sa poudi. Nie je vSak striktne viazany na naucené data, v Ktorych by hl'adal potencialne
nezrovnalosti. Tréningovy proces u ¢loveka je skor postaveny na pokusoch a omyloch. Fitch
tuto diferenciu trefne komentuje: ,,Spatna oprava chyb je biologicky plauzibilna, nie v§ak na
urovni neuronovej siete* (Fitch 2014, 340). Po tretie, ¢lovek sa ani nepriblizuje urovni kogni-
tivnej kapacity, ktora by mu umoznovala samostatne vytvarat' rieSenia (napr. stratégie), pri kto-
rych by si mohol byt’ simultanne aj oponentom, tak ako je schopnd DL (tym zaroven nechcem
povedat, Ze by si ¢lovek v ziadnom pripade nemohol byt oponentom). V stvislosti s nastole-
nymi rozdielmi sa nakoniec ukazuje, Ze zdanliva podobnost’ je mylnym nézorom. Je zjavné, Ze
sa tréningové procesy u ¢loveka a DL neporovnatel'ne liSia. Dokonca je mozné povedat’, Ze su
to dva odlisné ucebné postupy.

Ucenie prostrednictvom jazyka je aj v sti¢asnosti nezluciteI'né s postupmi Ul, ato i v pripade,
ze je mozné hovorit o pouzitelnom modeli ucenia, ked'Zze v pripade DL s vstupné data

® Tym nechcem povedat, Ze trénované data nemozu byt 0 vonkajSom svete. Prave naopak. Data sa vztahuji k rie-
Senému problému (napr. data v podobe cestnych zdznamov, jazykové nahravky, texty ¢i data o hre). Samotné na-
trénovanie vSak prebieha na pocitacoch s vykonnym hardvérom s mnohymi GPU a CPU. Integrécia (¢ize kon-
krétne pouzitie) napr. u aut prebicha az po natrénovani, a nie v aute.

10 Vynimkou je jednorazové uéenie (one shot learning), ktoré vyzaduje mensie mnozstvo dat (pozri Vinyals et al.
2016). | ked’ stale nejde o konceptualne uéenie podobné ¢loveku, tento pristup je tomu najblizsie. Na druhu stranu
zatial’ neprinasa zatial’ také vysledky (aj aplikacné vyuzitie) ako DL vyuzivajuce vel'ké databazy.
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natrénované Statistickym sposobom. U l'udi je samozrejme situdcia uplne in4, ¢i uz ide o priji-
manie znalosti z kontextového porozumenia, alebo prostrednictvom narativu. Moznost’ vyuZzi-
vat’ sémantiku umoznuje ¢loveku priame u¢enie bez nutnosti vykonat’ hlbsiu analyzu, a to iba
prostrednictvom vel'mi malého poctu informacii (napr. jedno slovo). Goulden a jeho kolegovia
napr. uvadzaju, ze ,,dieta sa je schopné naucit’ novu znalost’ uz na zaklade niekol’kych slov
a fraz* (Goulden et al. 1990). Ako som uz uvadzal, DL by v takejto situacii nebolo schopné
vykonavat natrénovanie, ked’ze k tomu vyZzaduje enormné mnozstvo dat. Nechcem tu hovorit’
o tom, ze ked’ UI nedisponuje sémantikou, nemdze ani mysliet. Zaroveil nestthlasim, aby sa
inteligencia striktne spéjala s myslenim, ked’ze sa ukéazalo, ze mdze fungovat’ pouziteIny model
ucenia aj bez l'udskych atributov. Namiesto toho navrhujem, aby sa deficit sémantiky nepova-
zoval nutne za nevyhodu, na zéklade ktorej mnohi este aj dnes oznacuju Ul za neuzito¢ny na-
stroj. Ide len o iny pristup riesenia problémov vyuzivajuci Statistické metédy namiesto séman-
tického pristupu, ktory vSak prinasa vysledky bez potreby vyniknut’ v myslienkovom experi-
mente (argument ¢inskej izby) (pozri Searle 1994). Ide vSak o Uplne iny problém, ktory priamo
nekoreSponduje s aktualnou témou, preto ho nateraz nechdvam otvoreny.

Zda sa, ze odliSnosti medzi 'udskym a umelym modelom ucenia s natol’ko zjavné, ze oba
modely je nutné povazovat’ za samostatne pouzitel'né. Preukazalo sa, ze umely model ucenia
implikuje ucebné prvky a postupy prindsajuce nepopieratelné vysledky. Niet pochyb, ze DL
spina kategoriu ,,uéenie” bez nutnosti integracie alebo simulovania 'udskych aspektov uéenia,
ktoré st diametralne odliSné od postupov prostrednictvom metoddy ucenia s posiliilovanim.

Kategoria: usudzovanie

Problematike usudzovania v DL (ale i vSeobecne v ML) sa nevenuje tol’ko pozornosti ako
uceniu (trénovaniu dat). Dovodom moze byt to, ze tvorcovia DL sa zvd¢sa zaoberaju iba algo-
ritmami ¢i neurébnovymi sietami, ostatné aspekty v§ak opominaju. Ako aj upozoriiuje Zhou,
,»strojové ucenie a logické uvazovanie su v historii Ul skimané oddelene* (Zhou 2019, 1). Na-
priek oddelenému vyskumu sa niekol’ko pocitacovych vedcov zaobera aplikaciou indukcie a
abdukcie v ML (Zhou 2019; Kakas — Michael 2020; Mooney 2000; Nguifo 1998). Na zaklade
toho sa pokusim v tejto Casti poukazat’ na opodstatnenost’ tychto druhov usudzovania v DL.
Zaroven rozoberiem, preco sa treti druh usudzovania — dedukcia — s postupmi DL nespéja.

Dedukcia

Z psychologického hladiska l'udia vyuZzivaji vSetky druhy usudzovania intuitivne. Do-
konca nemusia ani vediet’, ktoré z nich v danu chvil'u pouzili (ak neberieme v Gvahu vyskum
V logike). Na rozdiel od ¢loveka DL pracuje prostrednictvom presnych komputaénych postu-
pov, ktoré iplne 'udsku intuiciu nezahrituju. Jednou z loh, ktortt DL vykonéva pocas trénova-
nia, je zovSeobecnenie kontextu, z ktorého moze nasledne predikovat’ nové data. Ked'ze je vy-
sledkom detektivneho usudzovania opak a zaroveit DL prijima prvotné data, ktoré nie si zov-
Seobecnené, dedukcia by v takomto kroku nemala Ziadne vyuZitie. Nadvizujicim problémom
je, ze dedukcia neprindSa novi vedomost’. Oterllo konkrétne uvadza, ze ,,dedukcia vedomosti
odvodzuje, indukcia a abdukcia mézu priniest’ nové poznatky* (Oterllo 2013, 56). Pokial’ je
ulohou DL predikovat’ ¢i vytvarat nové data (a tym aj poznatky), dedukcia ani tito podmienku
nesplia. Zaroveii sa tym objasiiuje, pre¢o sa mnohi zameriavaji na vyskum indukcie a abdukcie
v ML, a nie na tento druh usudzovania.
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Indukcia

Za predpokladu, ze indukcia a abdukcia st sucastou postupov ML, treba objasnit’ ich
konkrétnu ulohu v procese natrénovania. Podl'a Facha a Kakasa ,,nededuktivne druhy usudzo-
vania vykonavaju v Ul dva zakladné procesy — explanaciu a zovSeobecnovanie® (Flach — Kakas
2000, 15). Ako uz bolo naznacené, jednym z postupov DL je prave zovseobecnit’ trénované
data. PresnejSie je to mozné rozviest’ tak, ze ¢iastkovou ulohou v DL je v prijatych datach najst’
relevantné vzorky informacii, z ktorych moéze vytvorit’ vSeobecné okruhy, a z tych generovat’
nové vysledky, Cize data vzt'ahujice sa k rieSenému problému. Napriek tomu, ze cely proces
nezodpoveda induktivnemu uvazovaniu, je mozné na zdklade Nguifovmu vykladu indukcie —
,.entita — fakt — overenie vlastnosti — fakt — zov§eobecnie faktov* (Nguifo 1998, 2) — usudit’, ze
urcité Cast’ trénovania je induktivna.

Abdukcia

Abdukcia je proces vytvarania explanacii (hypotéz) z pozorovanych dat. V porovnani
s predchadzajiicimi druhmi usudzovania ide o menej znamy logicky proces. Na druhu stranu
v problematike ML sa viaceri autori zameriavaji prevazne na abdukciu (autori spominani vys-
Sie). Preco je prave abduktivné usudzovanie ddlezité pri trénovani dat, napoveda argument Ka-
kasa a Michaela: ,,Abduktivne usudzovanie méze byt pouzité na vyplnenie medzier u nekom-
pletnych vzoriek dat prostrednictvom informativnych hypotéz o ich hodnotach, ¢im pomaha
pripravit’ tréningové data na proces ucenia“ (Kakas — Michael 2020, 10). Uvadzany argument
je kIicovy z dvoch dovod. Po prvé, implicitne poukazuje na skuto¢nost’, ze abdukcia v ML
predchadza indukcii. To podporuju aj etapy vedeckého skumania, v ktorych generovanie hypo-
téz (abdukcia) zohrava prvua ulohu (Fach — Kakas 2000, 6, 7). Po druhé, napoveda aka ulohu
zohrava abduktivne usudzovanie v trénovani dat. Ked’ze sa prostrednictvom abdukcie vytvaraju
explanaéné hypotézy z pozorovanych (prijatych) dat, mozno usudit, ze v ML zastupuju za-
kladné vzorky znalosti, ktoré sa nasledne induktivnym usudzovanim zovseobeciiuju.

Ako naznacuje posledné veta, medzi indukciou a abdukciou existuje i v ML ur€ity vzt'ah, ktory
mozno rozdelit’ do dvoch kontinudlne sa opakujucich etdp. Za prva etapu mozno oznacit’ uz
zmienované prepojenie, pri ktorom sa z vystupu abduktivneho usudzovania stdva vstup pre in-
duktivne, pomocou ktorého sa relevantné data (hypotézy) zovSeobecnia do novych znalosti.
Druhé etapa mdze nastat’ v pripade, ak st data aktualizované, pripadne nekompletné. To zna-
mena, ze proces prebicha dovtedy, pokial’ spracovanie dat nie je dostatocné. Flach a Kakas
(2000) aj Kakas a Michael (2020) sa zhoduju, Ze ide o tzv. cyklus abduktivneho a induktivneho
rozvoja vedomosti.!!

Na zaklade analyzy troch druhov usudzovania v stvislosti s DL sa ukazalo, ze procesy pro-
strednictvom dedukcie nekoreSponduji s postupmi pocas trénovania dat. Na druht stranu sa
niektoré kroky, ktoré DL vykonava, ukazali ako induktivne. Posledny druh usudzovania — ab-
dukcia — zohrava taktiez dolezita ulohu v procese trénovania, nakol'ko pripravuje zakladné
vzorky znalosti, t. j. hypotézy, ktora sa d’alej prostrednictvom indukcie zov§eobeciuji. Zaroven
je potrebné skonstatovat’, Ze medzi indukciou a abdukciou existuje v DL vzt'ah nazyvany cyklus
abduktivneho a induktivneho rozvoja vedomosti. V suvislosti ¢lovekom je nakoniec mozné
uviest’, Ze v pripade DL nejde o intuitivne vyuZivanie usudzovania, ale viazané na proces na-
trénovania dat.

11 The cycle of abductive and inductive knowledge development.
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Kategoria: porozumenie

Kategoriu ,,porozumenia‘“ je i v suvislosti s DL moZzné oznacit’ za funkcionalisticku
¢iernu skrinku (black box),'? nakol’ko nie je jasne identifikovatelné, ¢o vlastne znamend, Ze
,UI rozumie“. Samozrejme, problém sa moze spajat s vyzadovanim explandcie. Ul nie je
schopna nijakym spdsobom vysvetlit, pre¢o prave vykonala ten urcity krok. Zaroven je nutné
dodat’, ze by sa jej to nepodarilo sposobom, ktory by bol pre l'udi prijatel'ny a zrozumitelny.
LCudia na druhu stranu vyzaduji explanéciu ako dokaz, ze tomu, o hovoria, skutocne rozumeju,
a to na zaklade vyznamov. Vynara sa otazka, ¢i aj v DL, ktoré na rozdiel od preddefinovanych
programov disponuje preukazatelnym modelom ucenia, ale aj formami usudzovania, skuto¢ne
neexistuje schopnost’ porozumenia alebo je diametralne odlisSna od I'udského variantu. Druha
moznost’ sa zda byt vzhl'adom na predchadzajtiice dve kategorie pravdepodobne;jsia.

Existuju dozaista 'udia, ktori bez problémov chapu komplexné matematické operacie a zaroven
ovladaju niekol’ko numerickych ststav. Na zéklade toho dokazu vytvarat’ a analyzovat’ pocita-
cové algoritmy. Nie je to vSak bezny spdsob, akym sa prijimaju ¢i konstruuju nové informécie.
Na rozdiel od UI st 'udia uspoésobeni na poznavanie prostrednictvom sémantického pouzivania
jazyka (a skusenosti), Comu aj prisposobuju prostredie, v ktorom zija, a to v globalnom hla-
disku. Pre DL prostredie nepredstavuje cely svet plny vyznamov, ale natrénovanu neurénovu
siet’, na ktoru je primerane optimalizované a dokaze v nej vykonavat nalezité kroky (na zaklade
algoritmov). Ako uvadzaju Kruger ajeho kolegovia, ,,z kazdej vrstvy je vyextrahovana
vlastnost’, ktord je adaptovana na nasledujucu vrstvu s komplexnejSou vyextrahovanou
vlastnost'ou, nezZ mala predchadzajuca® (Kruger et al. 2013, 1864, 1865). Na ziklade Krugero-
vych slov je mozné usudit’, ze DL dokaze vytvarat' v neurdnovej sieti reprezentécie, s ktorymi
moze Strukturdlne (vrstva nadvizuje na vrstvu) zaobchadzat. I ked’ ani Krugerova téza nedo-
kazuje, ze by bolo DL schopné rozumiet’ jednotlivym krokom, ktoré vykonava. Minimalne
upozoriiuje na skutocnost’, ze v neurénovych sietach sa vykondvaji komplexnejsie kognitivne
operacie nez V pripade klasickej UL

Project Debater

Pravdepodobne jeden z najtazsich kognitivnych ukonov a zaroven vyziev vo vyskume
UI je komunikacia s ¢lovekom, a to nie len vo forme odpovedi na otazky, ale i plynulej diskusie
na urcitt tému. V tomto odvetvi zatial’ dosiahol najvacsi tispech Project Debater od IBM, ktory
dokézal absolvovat’ v roku 2019 argumenta¢ny duel proti 'udskému stperovi. Ako uvadzaju
tvorcovia projektu, ,,Project Debater bol schopny prostrednictvom metod ,,tazba argumentov*
(argument mining) urcit’ relevantné argumenty a protiargumenty v ramci vSetkych natrénova-
nych textov, pomocou AKB vyselektovat’ najrelevantnejSie argumenty pre jednotlivé druhy
diskusii, t. j. vybrat’ najvhodnejSie argumenty priamo na diskusiu. Na zaklade metody ,,vyvra-
tenia argumentu® (argument rebuttal) predpokladat’ tvrdenia oponenta a vytvorit’ na ne odpo-
ved’ a nakoniec pomocou ,,konstrukcie diskusie (debate construction) vytvorit’ argumenta¢nu
re¢ (Slonim, N. — Bilu, Y. — Alzate, C. et al. 2021, 380). Project Debater sice nedokaze pouzi-
vat’ jazyk takou formou ako l'udia (sémantika), prostrednictvom uvadzanych metdd sa vSak
ukazuje, Ze existuju aj iné spdsoby, ako hodnotit’ kvalitu a konstruovat’ argumenty (Toledo et
al. 2019). V suvislosti s problémom porozumenia sa je mozné na proces pozriet’ z dvoch stran.
Po prvé, ked’Ze Project Debater nedisponuje rovnakymi schopnosti ani hardvérom ako ¢lovek,
ktory by umoziioval porozumiet’ argumentom a celému procesu diskusie, nie je schopny poroz-
umenia. Po druhé, pokiall mu jednotlivé metdody umoznuju pracovat’ s textami, na zaklade

12 7 funkcionalistického hladiska je Cierna skrinka (black box) mysel” (alebo UI program), u ktorej nie st zndme
vnutorné mechanizmy, ale iba vstupné a vystupné informacie.
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ktorych je schopny hodnotit’ i vytvarat’ argumenty v ramci celej diskusie, nie je mozné mini-
malne z funkcionalistického hl'adiska urcitti uroven porozumenia vylacit.

Na rozdiel od predchadzajucich dvoch kategorii (ucenie a usudzovanie) je porozumenie v DL
inherentnejSim aspektom, ktory nema ziadne zjavné podobnosti s clovekom. Vyzadovanie ex-
planacie ako dokaz porozumenia je beznou zélezitostou v pripade sémantickej formy. V neu-
ronovej sieti a sicasnych jazykovych systémoch sa vSak objavuji metody, v ktorych by bolo
mozné ur€ity stupen porozumenia predpokladat’, alebo ho minimélne uplne nevylucuju.

Na zéklade prezentovanych zisteni mozno konstatovat’, ze existuju zdsadné rozdiely medzi 'ud-
skou inteligenciou a DL. Napriek uvedenym odli$nostiam je i tak zjavné, Ze DL disponuje atri-
butmi, ktoré mu umoznuju vykonéavat’ proces trénovania dat bez nutnosti aplikovat’ prvky l'ud-
skej inteligencie.

V suvislosti s analyzovanymi kategoriami vyuzivanymi v Turingovom teste na odliSenie stro-
jovej a Pudskej entity je mozné usudit, Ze ich sice DL spiiia, avsak aplne inym spdsobom, ako
sa predpokladé v tomto teste, ked’Ze sa povazuju za striktne I'udské aspekty, ktoré by mal adept
na uspesné absolvovanie testu simulovat’ podl'a ¢loveka. Z ucelového hl'adiska je DL uplne
odlisnym systémom, ktory prindsa iné spdsoby rieSenia problémov namiesto simulovania I'ud-
skej inteligencie, a to i v ramci uvedenych kategorii. Z tohto dovodu je Turingov test v Spoji-
tosti s problematikou hlbokého u€enia mozné povazovat’ minimalne za irelevantny.

Nizka kognitivna tdroven hlbokého uéenia

V Turingovom teste sa predpokladd, ze UI bude simulovat’ I'udskua inteligenciu, ktort
mozno oznacit’ ako v§eobecnu. Inymi slovami, ¢loveku jeho inteligencia umoznuje nielen ucit’
sa z jazyka a skusenosti, ale i utvarat’ spomienky a asociovat’ ich s novymi myslienkami, vy-
znavat’ ur¢ité nabozenstvo, zaradit' sa do nejakého kulturneho celku atd’. Pokial’ Ul nie je
schopnd reagovat’ a odpovedat’ na otazky z tychto alebo podobnych oblasti, je oznac¢ena za ne-
inteligentnu. French na odhalenie nizkej kognitivnej tirovne u Ul (neschopnost’ sa vyrovnat’
Iudskej inteligencii) vytvara niekol’ko subkognitivnych otazok, ktoré podl'a neho nedokaze
zodpovedat’ ziadny umely systém. Napr. ,,Je slovo Flugblogs vhodné pouzit’ ako nazov novej
pocitacovej spolocnosti? Je slovo Flugly vhodné na pomenovanie detského plySového medve-
dika?**® (French 1990, 59). Pravdepodobne ani najlepsia UI zamerana na spracovanie prirodze-
ného jazyka by nepodala uspokojivi odpoved’ porovnatel'nt s clovekom, nakol’ko tie slova ne-
existuju v Standardnej slovnej zasobe. Clovek je na druhii stranu schopny podobné vyrazy aso-
ciovat’ so slovami, ktoré uz ma vo svojej slovnej zasobe, dokonca ich méze spojit’ s nejakou
Stastnou alebo smutnou spomienkou. Na zaklade toho nakoniec dokaze podat’ uspokojivi od-
poved,, s ktorou by kazdy pravdepodobne suhlasil a povazoval ju za ,,ludskt. Znamena to, Ze
mame UI a konkrétne DL povazovat’ za neinteligentné? Pravdepodobne nie.

Inteligencia v hlbokom uceni?

Problém je v samotnom pojme ,,inteligencia“, ktory je Castokrat striktne a i nespravne
spajany iba s 'udskym myslenim a celym jeho kognitivhym systémom. Parnas napr. tvrdi, Ze

13 French dalej aplikuje subkognotivne otizky do tzv. hodnotiacej hry (rating game), v ktorej sa ma hodnotit’
vhodnost’ neologizmov v otazkach od 0 (kompletne neprijatelné) do 10 (kompletne prijatelné). Clovek prostred-
nictvom sémantického prepojenia (napr. flugly — ugly) alebo kulturnej asociacie dokaze vyrazy vzhl'adom na po-
loZzené otdzky bez problémov zhodnotit’. Umela inteligencia by s tym (bez zmieniovanych kognitivnych dispozicif)
mohla mat’ problém (French 1990).

38



akakol'vek UI nema s inteligenciou ni¢ spolocné: ,,Inteligentna Ul je iba ilaziou, vytvorenou
Z nespravneho porozumenia vyznamu pojmu inteligencia, ktory méze mylne naznacovat’, ze Ul
ma blizko k l'udskej inteligencii.“ (Parnas 2017, 31) Prave na Parnasovych slovach sa ukazuje,
ako vel'mi si l'udia privilegujt a privlastiujt atribut ,,byt’ inteligentny*. Zaroven sa s tymto hl’a-
diskom spéja problém, ze I'udia chapu dispoziciu inteligencie binarne, bez moznosti uvazovat’
0 inych forméch inteligencie. Inak povedané, bud’ fiou nejaka entita disponuje, alebo nie. Suh-
lasim, ze preddefinovana Ul skuto¢ne nie je inteligentna, ked’ze ide skor o program vykonéva-
juci presne nastavené kroky bez ndznakov inteligencie. V pripade DL vSak s tymto nazorom
nemozno suhlasit’. V predchadzajucich Castiach sa totiz ukazalo, ze tento typ UI je schopny
vykonéavat’ komplexné procesy zahffiajuce ucenie, usudzovanie i urcity stupenn porozumenia,
ktoré je mozné povazovat’ za preukazate'né znaky inteligencie. Sucasné DL by bolo mozné
povazovat’ za neinteligentné iba v pripade, Ze by sa pokusalo pripodobiiovat’ 'udskej inteligen-
cii (presnejsie povedané, bolo by ho mozné oznacit’ za neinteligentné v porovnani s ¢lovekom).
O to sa vSak ani nesnazi. Namiesto toho je ucelovo natrénované na rieSenie konkrétnych prob-
1émov, v ktorych prinasa preukazatel'né vysledky. Z toho je mozné usudit’, ze DL disponuje
formou inteligencie, ktora je dostato¢na na rieSenie problémov, na ktoré je primarne zamerana.

Ako sa ukazalo, v Turingovom teste je inteligencia chapana nespravnym sposobom, nakol'ko
sa v iom redukuje iba na l'udsku inteligenciu a neberie v avahu dalSie potencialne formy.
Kedze sa v§ak v DL objavuju preukéazatel'né znaky inteligencie, niet pochyb, Ze tato UI urcitou
formou inteligencie disponuje. To podporuje aj skuto¢nost’, Ze pouzité procesy prinasaju nale-
zité vysledky v ramci rieSeného problému. Skutocnost, ze DL disponuje formou inteligencie,
ktora sa nijakym spdsobom nesnaZzi pripodobiiovat’ I'udskej, stavia Turingov test opat’ do pozi-
cie, v ktorej je pre tato Ul pravdepodobne irelevantny.

Pozicia hlbokého uéenia v Turingovom teste

Chatboty s preddefinovanym naprogramovanim pravdepodobne nebudu mat’ nikdy vse-
strannejSie vyuzitie nez len siitazenie v ,.testoch inteligencie* zaloZzenych na Turingovom teste.
Ina situdcia nastava v pripade chatbotov zalozenych na technologii hlbokého ucenia, ktora nie
je viazana na podobné naprogramovanie, ale naopak na natrénovanie dat. To im zretel'ne pri-
nasa vacsi potencial aj v trénovani jazyka (presnejsi nazov pre tato Ul znie DL zamerané na
spracovanie prirodzeného jazyka), podobne ako u AlphyGO v hre GO. Takouto Ul je napr.
GPT-3, ktory este nedosahuje 'udska uroven v otdzke pouzivania jazyka. Ako uvadza Lacker,
zvlada ,,zaklady logiky (logickych otdzok) aje schopny vyuzivat zdravy rozum (common
sense)* (Lacker 2020). Nemam zaujem hovorit’ o tom, ako blizko je I'udskej inteligencii, na-
kolko by to aktudlne ani nemalo vyznam. Samotna UI je totiZ iba v zaciatocnej beta verzii.
Zaroven tento problém priamo nekoreSponduje s témou Stidie. Namiesto toho sa zameriam na
problém, do akych pozicii to stavia tiito Ul (a 1 d’alSie podobné systémy zamerané na spracova-
vanie prirodzeného jazyka), a to i v suvislosti s Turingovym testom.

Po prvé, vyvstava otazka, ¢i méa zmysel, aby podobné Ul absolvovali imita¢na hru, nakol’ko aj
Turing redukuje moznost’ myslenia ¢i inteligencie v umelych systémoch na ,,uspesné absolvo-
vanie imitacnej hry” (Turing 1950). Samozrejme, natrénované DL by malo v porovnani s pred-
definovanom UI viacsiu Sancu na uspech, nakol’ko by bolo schopné aktivne pristupovat’ a Si-
multanne vyuzivat’ vel'ké mnoZstvo dat. Princip by vSak zostal rovnaky, a to oklamat’ vypocu-
vajuceho vySetrovatel'a, eventudlne aj porotu v novsich variantoch Turingovho testu. Nijakym
sposobom by sa v tomto teste nereflektovali postupy alebo i odlisna forma inteligencie v ramci
DL, nakol’ko by sa predpokladalo, Ze testovany systém musi simulovat’ I'udskl inteligenciu.
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Vysledkom by bolo iba odhalenie alebo neodhalenie (v pripade tspechu) funkcionalistickej
,ciernej skrinky* bez ziadneho d’alSieho prinosu.

Na druhu stranu, ucelové vyuzitie a presna reprezentacia dat prostrednictvom metdd DL nie-
lenze prinasa vysledky, umoznuje aj rieSenia vel'mi Specifickych problémov, na ktoré ¢lovek
nema kognitivnu kapacitu. Plytké pripodobiiovanie sa ¢loveku je mozno signifikantné v ramci
mySlienkového testu imita¢nej hry, v skuto¢nosti to vSak neprinasa ni¢ nové na rozdiel od rie-
Senia r6znych tloh (vratane jazykovych) prostrednictvom postupov DL. French napriklad ar-
gumentuje, ze ,,niektoré situacie (interakcia so svetom) vyzaduju zapojenie 'udskych zmyslov*
(French 2000, 119). Tym upozoriiuje na obmedzené kognitivne schopnosti Ul. S tymto tvrde-
nim mozno suhlasit’, je ale nutné dodat,, ze podobny deficit by nebol schopny odhalit’ ani Tu-
ringov test. Napriek kognitivnym obmedzeniam je DL schopné vykondvat’ postupy, na ktoré je
uréené, a to i v pripade spracovania prirodzeného jazyka. Samozrejme by neprinieslo a nebolo
schopné adaptovat’ poznatky so situdcii, s ktorymi sa clovek bezne stretdva. DL zamerané na
spracovanie prirodzeného jazyka sa vSak ststred’uje na Strukturalnu stranku problému, a nie na
Pudské skusenosti.

Ak by bolo DL zamerané na spracovanie prirodzeného jazyka stavané do pozicie, v ktorej by
malo iba absolvovat’ Turingov test, neprinieslo by to ni¢ nové. Zaver testu by priniesol iba
odhalenie ¢i neodhalenie systému, ktory by bol stale povazovany za ,,¢iernu skrinku® bez ziad-
nej d’alSej reflexie potencidlne odliSnej formy inteligencie. Z ucelovej pozicie vSak DL pricha-
dza s r6znymi moznostami vyuzitia (komunikacia v l'udskom jazyku, hlasovy asistenti, roz-
poznavanie re¢i atd’.), a to bez nutnosti simulovat’ l'udsku inteligenciu v imita¢nej hre, ¢o by
I tak neprinieslo ziadny d’al$i prinos okrem uspechu v tomto myslienkovom experimente.

Zaver

Turingov test je pravdepodobne vhodnou skuskou inteligencie pre systémy, ktoré su nan
priamo naprogramované. Na druht stranu ho nie je mozné ponimat’ ako vSeobecny test pre
akykol'vek umely systém, ked’Ze prave v metddach sucasného DL sa objavuju aspekty, ktoré
nemaju so simulovanim l'udskej inteligencie priamu stvislost’.

Tri kategoérie inteligencie — uéenie, usudzovanie a porozumenie — zistované v aplikatnom vy-
uziti Turingovho testu v ramci Loebnerovej ceny sice tieto umelé systémy spiiaji (alebo nimi
disponuju), avSak odliSnym spdsobom nez ¢lovek. DL oproti preddefinovanym systémom dis-
ponuje pouziteI'nym (i ked’ nebiologickym) modelom ucenia sa na zaklade metody ucenie s po-
sillovanim. V porovnani s clovekom ma vSak diametralne odlisny kognitivny (nebiologicky)
postup najmi s dorazom na mnozstvo naucenych informécii (v pripade Ul dat). KI'acové druhy
usudzovania st v DL abdukcia a indukcia. Prostrednictvom abdukcie sa z prijatych dat vytva-
raju zékladné vzorky znalosti (hypotézy), ktoré st nasledne zovSeobecnené pomocou induktiv-
neho usudzovania. Zaroven medzi tymito dvoma druhmi usudzovania existuje vzt'ah, ktory im
umoziuje pri aktualizacii eventualne nekompletnosti dat cely proces opakovat’, pokial’ nebude
stav dat dostato¢ny na trénovanie. Dedukcia v trénovani dat nema konkrétne vyuzitie, nakol'ko
je dolezitym krokom v tomto procese zovSeobecnovanie, ktoré deduktivne uvazovanie neumoz-
nyje. I ked’ sa v tomto pripade objavuje zjavnd podobnost’ s clovekom, je potrebné zmienit’, ze
I'udia vyuzivaju vSetky druhy usudzovania intuitivne bez potreby Specificky analyzovat, ktory
druh usudzovania pouzit. Vyuzitie konkrétnych druhov usudzovania v§ak v DL koreSponduje
s komputacnymi metodami ML. Porozumenie v DL i tak nie je jasne identifikovatel'né. Nie je
ani mozné s istotou povedat, Ze tato Ul ziadnym spdsobom ,,nerozumie®. Aj ked’ nejde o po-
rozumenie na zaklade sémantickej formy jazyka, ukézalo sa, ze v prostredi a v metédach DL
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prebiehaju procesy, ktoré schopnost’ porozumenia uplné nevylucuju, i ked’ diametralne odlis-
nym sposobom ako sa predpoklada u ¢loveka. Analyza uvadzanych troch kategorii ukazala, ze
moznost irelevantnosti Turingovho testu v problematike hlbokého ucenia nie je vylucena. Roz-
bor nasledujucich dvoch problémov poukézal na aspekty, ktoré relevantnost’ tézy d’alej podpo-
ruju.

Vseobecna inteligencia l'udom umoziuje riesit’ viacero rozli¢nych problémov, ale i chapat’ svet
a vlastny zivot spdsobmi, ktoré nie su striktne viazané na naucené informacie. To vSak nezna-
mena, ze inteligencia musi byt ponimand iba bindrne. Inymi slovami ¢i fiou entita disponuje,
alebo nie. Ked’ze je DL zamerané na rieSenie konkrétnych problémov prostrednictvom metod
ML s u¢ebnym procesom, nesmie byt bez pochybnosti oznaené za neinteligentné. Na rozdiel
od ¢loveka DL nepotrebuje (a ani neméa moznost) pri trénovani brat’ do ivahy nuansy vonkaj-
Sicho sveta, nakol'ko by aj k rieSeniu konkrétneho problému mohli byt irelevantné. V stvislosti
s metddami ML je mozné inteligenciu v tejto UI ponimat’ ako int tiroven alebo formu, ktora je
optimalizovana na rieSenie problémov, v ktorych prinasa vysledky, ato aj na nadludskej
urovni.

DL zamerané na spracovanie prirodzeného jazyka oproti chatbotom naprogramovanym k ab-
solvovaniu Turingovho testu moze priniest’ vysledky v podobe aplikaéného pouZitia (integracia
do umelych systémov vyuzivajucich l'udsky jazyk ¢i re¢). Za predpokladu, ze by aj tato Ul bola
schopnd absolvovat’ Turingov test (dokonca by mohla mat’ vyhodu v suvislosti s natrénovanymi
datami), neprinieslo by to ziadne d’alSie poznatky o moznych formach alebo turovniach inteli-
gencie, okrem odhalenia ¢i neodhalenia ,,¢iernej skrinky®. Z tohto dévodu pre Gcelovo poni-
mané DL, ktoré prinasa vysledky v spracovavani jazyka, nemé zmysel absolvovat’ Turingov
test, nakol'ko by to bol v kone¢nom dosledku iba d’alsi problém, na ktory by muselo byt’ natré-
nované.

Na zéklade rozoberanych problémov je mozné povazovat’ Turingov test v sucasnej Ul zalozenej
na DL za irelevantny. Situdcia by sa sice mohla zmenit’, keby neurovedy dokézali replikovat
I'udsky mozog a jeho vlastnosti. V stvislosti s aktualnym vyvojom UI je vSak irelevantnost’
Turingovho testu v problematike hlbokého ucenia preukazatenou moznost'ou.
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