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SIETE VO VZDELAVAN({:
MOZNOSTI VYUZITIA ANALYZY
SOCIALNYCH SIETI V PEDAGOGICKOM
VYZKUME

NETWORKS IN EDUCATION:
MAKING USE OF SOCIAL NETWORK
ANALYSIS IN EDUCATIONAL RESEARCH

TOMAS LINTNER

Abstrakt

Analyza socidlnych sieti si svojim Sirokym vynZitim nachidza miesto v mnoZstve vedeckych odborov.
V” pedagogickom vyskume md potencidl odhalit’ a preskiimat’ doteraz nezndme usporiadania vitahov med-
i aktérmi vo videldvant. Tento danok poskytuje sivod do problematiky, technik a vyngitia analyzy socidl-
nych sieti v pedagogickom vyskume. 1V proom rade predstavuje gakladnii terminoldgin a koncepty analyzy
socidlnych sieti. Na priklade malej siete ilustruje akladné sietové vypocty tak na sirovni jednotlivych
aktérov, ako na firovni celej siete. Clinok dalej poskytuje strucny preblad stidii 3 pedagogického vyskumn,
v ktorych bola analyza socidlnych sieti vyngita. Hlavnd cast’ clankn na priklade fiktivne triedy a piatich
vyskumnych otagok nkazuje monosti analyzy socidlnych sieti v pedagogickom vyskume od zikladnej
prierezovej analyzy po dynamicki infereninii analyzn. Krok za krokom si predstavené rogne metddy
s ndslednon interpretdcion ich vysledkov. Okrem vypoctov centralit, klastrovacieho koeficientu a prepojenos-
#i siete sii v prikladoch predstavené aj permutalné testy pri testovani vyznamnosti 3a vyugitia sietovych dat,
ERGM (exponential random graph models) a STERGM (separable temporal exponential graph models).
V" neposlednom rade si prediskutované problémy spojené s vyugitim analyzy socidlnych sieti.

Krucové slova
SNA, analjza socidlnych sieti, komplexné siete, metodoldgia v pedagogickom vyskume, modely socialnych
siett, ERGM

Abstract
With its wide range of applications, social network analysis bas found its place in a number of scientific fields.
In educational research, social network analysis has the potential to uncover and investigate yet unknown
confignrations of relationships among actors in edncation. This paper provides an introduction to the issues,
techniques, and applications of social network analysis in edncational research. It first surveys the basic
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terminology and concepts in social network analysis. Using the example of a small network, it demonstrates
basic network calculations at the level of both the individual actors and the network as a whole. Furthermore,
the paper provides a brief overview of studies in the field of educational research that have employed social
network analysis. Using the example of a fictional classroom and five research questions, the main part of
the paper demonstrates the application of social network analysis in educational research ranging from cross-
sectional descriptive analysis to dynamic inferential analysis. Step by step, it introduces a range of methods
and interprets their results. In addition to centrality, clustering, and connectedness measures, the example
contains permutation tests used for significance testing with network data, exponential random graph models
(ERGM), and separable temporal exponential graph models (STERGM). Finally, the paper discusses
challenges related to the application of social network analysis.

Keywords
social network analysis, SNA, complex networks, methodology in educational research, social network
models, ERGM

Uvod

Zatial ¢o v prirodnych vedach panuje siroky konsenzus, ze skimané fenomény
vieme vedeckymi metédami odmerat’, vztahy medzi nimi modelovat, nase
modely experimentilne overit’ a dostat’ sa tak k objektivnej pravde, v so-
cialnych vedach sa ujala skala epistemiologickych pozicii, ktoré viac alebo
menej spochybniuji moznosti socialnych vied realisticky popisat’ fenomény
socialneho sveta. Jednou z najcastejsich vyhrad je fakt, ze socialne fenomény
su tak komplexné a navzajom prepojené, ze odmerat’ a popisat’ vSetky ich
sicasti je prakticky nemozné. Co viak socidlne vedy robit’ mézu a robit” by
mali, je vyuzit’ dostupné prostriedky a prinasat’ nové zistenia, ktoré ak aj
nebudu odrazat’ objektivnu pravdu, budd sa k nej aspon priblizovat’ (Radford,
2008). Analyza socialnych sietf (social network analysis — SNA) m4 potencial
takymto prostriedkom byt’ a na mnozstvo fenoménov socidlneho sveta pri-
niest’ novy — realistickejsi pohl'ad. SNA prinasa moznosti pojat’ prepojenost’
socialneho sveta a preklentt’ hranice medzi spravanim jednotlivcov, spravanim
skupin a spravanim spolo¢nosti tym, ze berie v ivahu nielen existenciu a typ
vzt’ahov medzi jednotlivcami, ale celd strukturu vztahov a polohu jednot-
livcov v tychto Struktarach (Borgatti et al., 2009).

Siet’ je v analyze socidlnych sieti Struktira pozostavajica z aktérov a vizba-
mi medzi aktérmi (obrazok 1). VzhIadom na to, ze socialne procesy su spo-
soby, akymi jednotlivci, skupiny a institicie interaguji; sposoby, akymi vizby
medzi aktérmi vznikaju a zanikaju (Shibutani, 2000), tieto procesy sd zo
svojej podstaty zakorenené v socialnych struktdrach, ktoré sa koncept social-
nych siet{ snazi uchopit’ a poskytniat’ vyskumny ramec pre ich analyzu
(Scott, 2017). Koncept socialnych sieti bol zacleneny do tedrie socialneho
kapitalu (Lin, 2017) ¢i tedrie socialnej kontroly (Daldal, 2014) a najma vd’aka
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technologickému vyvoju umoznujicemu komplexné Statistické analyzy za
poslednych pitdesiat rokov radovo vzrastol zaujem o analyzu socialnych
sieti ako aj publikované stadie s jej vyuzitim (Knoke & Yang, 2020; Wasser-
man & Faust, 2019).

V kontexte pedagogického vyskumu moze siet’ reprezentovat’ Sirokd
skalu akérov a vizieb medzi nimi. Od najmensich socidlnych struktar vo
vzdelavani vo forme ziakov, ucitelov, rodi¢ov a vztahov medzi nimi, po
makro-struktiry na drovni $kol, krajin ¢i vzdelavacich politik. SNA maé
v pedagogickom vyskume potencidl rozsirit'” doterajsie poznanie tym, Ze
umoznuje skimat’, merat’ a testovat’, ako st aktéri vo vzdelavani a vztahy
medzi nimi usporiadané.

Tento ¢lanok je uvodom do problematiky analyzy socialnych siet{ v peda-
gogickych vedach. Clanok si kladie za ciel’ predstavit’ analjzu socialnych
sieti, uviest’ priklady jej vyuzitia v existujucom pedagogickom vyskume a na
sérii praktickych prikladov ilustrovat’ jej moznosti. Nejedna sa o c¢lanok
zachadzajuci do detailov $pecifikacie jednotlivych modelov, o manual ana-
lytickych softvérov ani o vycerpavajucu prehladovi studiu vyuzitia analyzy
socidlnych sieti. Clanok ni¢menej intenzivne odkazuje tak na teoretické Stadie,
ktoré dali metédam pouzivanym v tomto ¢lanku podobu, ako aj na praktické
manualy pre uzivatelov jednotlivich softvérov ¢i priklady dobrej praxe.
Napriek tomu, ze ¢lanok sa zameriava na vyuzitie analyzy socialnych sieti
v pedagogickom vyskume, metoédy preberané v ¢lanku sa aplikovatelné pre
siroké spektrum sociovedného vyskumu.

Obrazok 1
Llustracia siete — kruby xndazoriiunjii aktérov, Gary vazby medzi aktérmi
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Zaklady analyzy socialnych sieti

Analyza socialnych sieti (social network analysis — SNA) je sihrn metéd zalo-
zenych na tedrii grafov, algebry a priestorovych analyz (Scott, 2012). SNA
umoznuje nahliadat’ na socialne struktury a komplexné vztahy tak, aby verne
reflektovali realnu podobu socidlnych sieti vo svete (Wasserman & Faust,
2019). Sucasna podoba SNA je ovplyvnena prave Strukturdlnym pristupom
v sociologickom vyskume, ktory stavia dlohu socialnych struktar a ich vplyv
na aktérov v spolo¢nosti do popredia zaujmu. Napriek tomu, Ze stavia na
principoch Morenovej sociometrie (Moreno, 1934) a Whiteovej relacnej
sociologie (White, 2008), pridava k nim principy vyuzitia systematického
zberu empirickych dat a vyuzitia matematickych modelov na skimanie struk-
turalnych procesov (Freeman, 2004). SNA otvara moznosti socidlne struktury
vierohodne merat’, vysvetlovat’ sposoby, ako vznikli, a vysvetlovat’ ich vplyv
na jednotlivych aktérov v ramci socialnych sieti (Knoke & Yang, 2020).
Sucasna podoba SNA so sirokou skalou softvérov umoznuje tak deskriptivne
a exploratérne analyzy, ako aj inferen¢né sietové modely, spolu so Sirokymi
moznostami zobrazovania socialnych sieti.

Hlavnymi prvkami SNA st vrcholy reprezentujuce aktérov v socidlnej
sieti a hrany reprezentujice vzt'ahy medzi aktérmi. Spojenia mézu byt’ orien-
tované (directed), v pripade, ze zalezi na smere spojenia — napriklad vrchol
N1 méze prechovavat’ sympatie k vrcholu N2, vrchol N2 uz ale nie k vrcho-
lu N1; alebo neorientované (undirected), v pripade, Ze na smere spojenia neza-
lezi, socidlna siet’ reprezentuje iba existenciu vzajomného spojenia. Okrem
samotnych vrcholov a hran st v SNA casto dolezité aj vlastnosti (attributes)
jednotlivych vrcholov a hran. Vlastnosti vrcholov mézu byt tak katego-
rické — napriklad pohlavie aktérov, ako numerické — napriklad vek aktérov.
V pripade, Ze sa jedna o vlastnosti hran, rozliujeme medzi hranami binarny-
mi — hrana bud existuje, alebo nie, a vazenymi — hrana ma okrem svojej
existencie dalsie vlastnosti, ktoré mozu byt tak numerické — napriklad pocet
hodin, ktory spolu dvaja aktéri stravili, ako kategorické — napriklad typ
vzt'ahu medzi aktérmi.
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Obrazok 2

Matica susednosti (vlavo) a goznam hrin (vpravo) siete X1

Socialna siet’ je v SNA reprezentovand maticou susednosti (adjacency matrix)
alebo zoznamom hran (edge /isf). Matica susednosti zobrazuje vztahy medzi
aktérmi siete v dvojdimenznom rozlozeni, zatial' ¢o zoznam hran zobrazuje
zoznam vzt'ahov medzi aktérmi siete. Vicsina SNA softvérov vie spracovat’
data z oboch typov reprezenticii a rozdiel je iba vo forme zdrojovych dat.
Zatial' ¢o matica susednosti vie byt’ intuitivnejsia a sama o sebe prezradit’
zakladnu Struktdru siete, zoznam hran vie byt’ uzitoc¢nejsi pri siet’ach s vel’kym
poc¢tom vrcholov, kde by matica susednosti nadobudla neprakticky velké
rozmery'. Obrizok 2 zobrazuje maticu susednosti 9 x 9 orientovanej siete,
kde hodnota 1 reprezentuje pritomnost’ a hodnota 0 nepritomnost’ vztahu
spolu so zoznamom hran tej istej siete, kde pri sebe uvedené vrcholy maju
medzi sebou hranu.

Obrazok 3 zobrazuje orientovanu siet’ X7 vytvorenu z predoslej matice
susednosti (resp. zoznamu hran) s 9 vrcholmi N1 az N9, 15 binarnymi hra-
nami, z ktorych 12 tvori 6 vzajomnych hran a 3 hrany st jednosmerné (|N8,
N7], [N7, N6], [N5, N6]). 8 vrcholov je vzajomne prepojenych v jednom
komponente (skupina vzajomne prepojenych vrcholov) a jeden vrchol (N9)
je izolovany. Predstavme si, ze nasa siet’ reprezentuje 9 l'udi a ich komunikacné
kandly. Graf je orientovany, ¢o znamena, ze nie kazda hrana znamena vza-
jomnu komunikaciu. Zatial' ¢o informacia od N8 sa vie dostat’ ku kazdému
okrem N9, informacia od N1 sa nedostane ani k N9, ani k N8, kedze N8
informadcie neprijima. Zakladnymi vypoctami strukturalnych vlastnosti siete
sa budeme snazit’ identifikovat’ najvplyvnejsie vrcholy, ndjst’ v ramci siete
podskupiny a posudit’ prepojenost’ siete.

! Scott (2017) a Carrington et al. (2009) do detailov rozoberaji rozdielne pristupy
k datam v SNA vratane zberu dat.
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Obrazok 3
Zobrazenie siete X1 so gakladnymi strukturalnymi premennymi

Polozme si otazku: kto je v sieti najvplyvnejsi? Kto vie najviac ovplyvnit’ tok
informacii? Ak by sme nevideli Struktiru siete, odpoved’ by pravdepodobne
znela N3, ked’ze §iri a rovnako tak prijima informacie od najvicsieho poctu
Pudi (n = 3). Ked sa vsak na Struktiru siete pozrieme, uvidime, ze v zavis-
losti toho, ako koncept vplyvu uchopime, N4 ma potencial byt’ nemenej vply-
vny nez N3, a to napriek tomu, ze ma o jednu vzajomnu vizbu menej. Jednym
z kIacovych konceptov SNA je vypocet centrality vrcholov. Vypocty centralit
sa snazia odhalit’ relativny vplyv vrcholov v sieti na zdklade ich polohy v sieti
(Bonachich, 1987; Borgatti, 2005). Existuju desiatky vypoctov centralit a kazda
z nich koncept vplyvu berie inak. Neexistuje jeden vypocet centrality, ktory
jednoznacne odpovie na otazku, ktoré vrcholy su v sieti najvplyvnejsie. Kazda
z centralit meria nieco iné, preto je prospesné vziat’ do uvahy rozne vypocty
centralit a je na vyskumnikovi, aké zavery z hodnot centralit urobi. Hodnoty
centralit poc¢itame vzdy pre jeden komponent, vsetky nasledujuce priklady su
preto pocitané pre komponent s 8 vrcholmi bez izolovaného vrcholu®.

Pre teoreticky zdklad vypoctu centralit pozri Friedkin (1991), pre detailny prehlad
vypoctov centralit a ich aplikacie pozri Landherr et al. (2010) a Valente et al. (2008).
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Najjednoduchsim a najzakladnej$im vypoctom centrality je stuperi (degree
centrality), ktory meria pocet vizieb vrcholu. V pripade orientovanych sieti sa
jedna o wvstupny stupern (in-degree) s poctom hran, ktoré smeruji k danému
vrcholu, a vystupny stuperi (out-degree) s poctom hran, ktoré smeruji od daného
vrcholu. Vypocet centrality na zaklade hodnoty stupna je zalozeny na myslien-
ke, ze vyssi pocet vizieb umoznuje vicsie moznosti priamo ovplyviiovat’
ostatnych aktérov, pripadne ziskavat’ priamo informacie od vic¢sicho mnoz-
stva aktérov. V sieti X7 md najvicsiu hodnotu vstupného stupmia vrchol
N3 (3), ktory ma zaroven spolu s vrcholom N5 najvicsiu hodnotu vystupného
stupnia (3).

Inym typom centrality je medzilablost’ (betweenness centrality), ktora meria
pocet najkratsich ciest (geodesic paths), ktoré cez dany vrchol prechadzaji od
vsetkych ostatnych vrcholov ku vsetkym ostatnym vrcholom. Medzilahlost’
je mimoriadne dolezita pri identifikdcii vplyvu aktérov na tok komunikacie,
pripadne inej vymeny medzi aktérmi, kde je dolezita najkratsia vzdialenost’
medzi vrcholmi. Odraza vplyv aktéra na zaklade toho, aku tlohu zohrava
ako most medzi ostatnymi aktérmi v ramci siete (Freeman, 1977). Ak by sa
v sieti X7 vrchol N4 rozhodol zadrzat’ tok informacii, ziadne neposielat’
dalej a struktdra siete by zostala nezmenena, ovplyvnil by tym 18 infor-
macnych kandlov v sieti, zatial' ¢o ak by sa rovnako zachoval N3, ovplyvnil
by ich iba 16. Napriek tomu, Ze N3 ma vyssiu hodnotu tak vstupného, ako aj
vystupného stupnia, N4 ma vicsi potencial ovplyvnit’ tok informacii medzi
ostatnymi vrcholmi. N4 je najvplyvnejsim mostom v sieti, cez ktory prechad-
za najvacsi pocet informacii.”

Ak chceme vziat’ do tvahy vzdialenosti, ktoré informacie musia prejst’ od
jedného vrcholu k ostatnym, budeme pocitat’ biizkost (clossenness centrality)
vrcholu. Blizkost” podobne ako medzilahlost” vyuziva na urcenie vplyvu
najkratsie vzdialenosti medzi vrcholmi. Blizkost’ viak vyjadruje to, ako bliz-
ko ma dany vrchol k ostatnym nezavisle od toho, ¢i cez neho prechadzaju
najkratsie cesty ostatnych vrcholov. Je poitana priemernou dizkou najkratsich
vzdialenosti daného vrcholu k ostatnym (Sabidussi, 1966) — na obrazku 3
normalizovana do hodnoty 01, kde hodnota 1 znaci najkratsie vzialenosti
a najvyssiu hodnotu blizkosti. V sieti X7 ma najvyssiu hodnotu blizkosti
vrchol N4 (0,6), a teda je z ostatnych vrcholov v priemere najblizsie k ostatnym.
V neposlednom rade centralita viastného vektora (eigenvector centrality) meria vplyv
vrcholu s predpokladom, Ze pre vrchol nie je délezity priamo jeho vlastny
vplyv, ale vplyv vrcholov tesne pri nom. Vysoka hodnota centrality vlastného

Hodnota polohovej centrality sa da, podobne ako pri ostatnych centralitach, normal-
izovat’ do hodnoty 0—1 (na obrazku 3 v zatvorkach).
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vektora naznacuje, ze vrchol ma spojenia s inymi vrcholmi, ktoré majd sami
vysoké hodnoty centrality vlastného vektora (Bonachich, 1987; 2007). Inymi
slovami, vrchol s vysokou hodnotou centrality vlastného vektora bude mat’
potencial ovplyvnit’ ostatnych aktérov v sieti cez vrcholy, s ktorymi ma priame
vizby. V sieti X7 ma najvyssiu hodnotu centrality vlastného vektora vrchol
N3.

Okrem prominentnych vrcholov je prospesné identifikovat’ v sieti pod-
skupiny — v najsirsom slova zmysle definované ako vrcholy, ktoré maji medzi
sebou v porovnani so zvyskom siete hustejsie vizby. Podskupiny v sieti su
charakteristické tym, Ze vo vnutri maji medzi sebou silné prepojenia, no
s vrcholmi mimo podskupiny st spojené iba malym poctom vizieb. Z pohladu
pedagogiky mo6zu podskupiny reflektovat’ napriklad vrstevnicke skupiny,
neformalne skupiny ucitelov, alebo skupiny spoluprace pri kolaborativnhom
uceni. Najzakladnejsim typom podskupiny je klika (¢/igue), ktora je definovana
ako suhrn vrcholov, kde kazdy vrchol ma s ostatnymi vrcholmi medzi sebou
viizby, a jedna sa teda o uplny graf. V sieti X7 je aplna klika len jedna a po-
zostava z troch vrcholov — N1, N2, N3. Okrem tejto kliky je v sieti aj neuplna
klika medzi vrcholmi N5, N6, N7, kde vrchol N6 zvysnym dvom vrcholom
vzt'ahy neopituje. Tendencia zdruzovat’ sa do klik je vyjadrena &lastrovacim
koeficientom (clustering coefficient), ktory vyjadruje pomer vizieb susediacich
vrcholov, ktoré vedd k ostatnym vrcholom, s ktorymi ma dany vrchol vizby.
Hodnota klastrovacieho koeficientu 1 znaci, Ze vrchol ma vizby iba s takymi
vtcholmi, ktoré maju zaroven vizby medzi sebou.* Z pohladu celej siete je
mozné urcit’ tendenciu zdruzovat’ sa do klik préiemernym klastrovacim koeficien-
tom (average clustering coefficient), ktory je vypocitany ako priemer klastrovacich
koeficientov vrcholov v sieti. Hodnota klastrovacicho koeficientu siete X7
0,41 naznacuje, ze v priemere skoro polovica vizieb vedie k takym vrcholom,
ktoré maju zaroven vizby medzi sebou.’

Na drovni siete je okrem priemerného klastrovacieho koeficientu dolezita
aj jej prepojenost’. Cim je siet’ prepojenejsia, tym budu k sebe vrcholy blizsie
a tym jednoduchsie (prip. rychlejsie) bude v sieti prebichat’ tok informacii.
Medzi zakladné vypocty prepojenosti siete patria bustota siete (network density)
vypocitana ako pomer existujucich vizieb k vsetkym moznym vizbam,

Pre rozsiahlejsi text o klikach pozri Wasserman a Faust (2019).

Pokrocilejsimi metédami identifikdcie podskupin v sieti su algoritmy na detekciu
podskupin v sieti (community detection algorithms), ktoré vedia byt’ uzito¢né najmi pri
velkych alebo hustych siet’ach, kde na identifikaciu podskupin nestacia zakladné sietové
vypocty (Fortunato, 2010).
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ktoré by v sieti mohli vzniknUt’; priemer siete (network diameter) vypocitany ako
najkratsia vzdialenost’ medzi dvoma najvzdialenej$imi vrcholmi; centralizicia
siete (network centralization) vyjadrujica, ako velmi je siet’ postavena okolo
malého poctu centralnych aktérov, vypocitana na zaklade $pecifického typu
centrality; a v orientovanych siet’ach tiez reciprocita (reciprocity) vypocitana ako
pomer vizieb v sieti, ktoré si vzdajomné. Na urovni vrcholov je reciprocita
vyjadrena bud poctom vzijomnych (na obrazku 3) vizieb, alebo pomerom
opdtovanych vizieb. Hustota siete X7 je 0,21 a jej priemer 5 (vzdialenost’
medzi vrcholmi N8 a N1) pri pocte vrcholov 9 naznacuje, ze siet’ je relativne
malo prepojend. Pre ilustraciu su pre siet’ vypocitané hodnoty centralizacie
pre vsetky hore uvedené typy centralit s hodnotou od 0,21 pre stupniovd
centralizaciu po 0,39 pre centralizaciu vlastného vektora. Hodnoty centra-
lizacif nenaznacuji velku tendenciu vrcholov zoskupovat’ sa okolo central-
nych aktérov. Hodnota reciprocity 0,92 naznacuje, ze vi¢sina hran je vzajom-
nych.

SNA v pedagogickom vyskume

Zatial ¢o metddy zalozené na sociometrii s ako v ¢esko-slovenskom (Nagy
et al., 2018; Kalkusova, 2017; Salamounové & Fudik, 2019; Titmanova, 2019;
Vitova et al., 2013), tak vo svetovom (Barclay, 1967; Baron, 1951; Cerezo &
Ato, 2005; Kindermann, 2007; Leung & Silberling, 2006; Peery, 1979) peda-
gogickom vyskume pomerne zauzivané, metody zalozené na analyze socidl-
nych sietf za vyuzitia matematickych modelov si vyuzivané zriedka a zacali
sa objavovat’ iba nedavno. V nasledujucej casti odkazujem na priklady vyuzi-
tia SNA v existujucom pedagogickom vyskume.

Niekolko autorov vyuzilo SNA pri skimani dynamiky tvorby vztahov
medzi ziakmi na Grovni triedy. Vyskum v inkluzivnych predprimarnych trie-
dach timu Chen et al. (2019) preukazal segregaciu deti s postihnutim a mensie
rozmery socialnych siet{ deti s postihnutim v porovnani s det'mi bez postih-
nutia. Stadia timu Anderson et al. (2016) naznacuje, Ze kombinacia velkosti
triedy a pohlavia ziakov ma vplyv na socialnu poziciu ziakov s poruchami
autistického spektra v inkluzfvnych triedach. Zaradenie do vicsich tried
malo pre chlapcov s tymto spektrom negativny vplyv na tvorbu ich socialnych
sieti. Stadia timu Jiao et al. (2017) naznacuje, e vrstevnicke skupiny na
druhom stupni mo6zu mat’ vplyv na subjektivny pocit blaha ziakov, kde Ziaci
v ramci vrstevnickych skupin vykazovali podobné pocity. Huitsing a Veens-
tra (2012) vyuzili blok modelovanie pri identifikacii podskupin agresorov pri
vyskume sikany v triede. Analyza socialnych sieti adolescentov na americkych
skolach timu Goodreau et al. (2009) preukazala efekty selektivneho vyberu
(homofilie) na zaklade pohlavia a etnika. Zatial’ ¢o vSetky sledované etnika
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preukazovali preferencie tvorby vztahov s vlastnym etnikom, ¢ernosi a azij-
ci vykazovali efekt homofilie najviac. Podobné vysledky prindsa aj Studia
Lubbers (2003), ktora skimala $truktiru socialnych sieti medzi Ziakmi v trie-
de a medzi triedami v sekundarnom vzdelavani v Holandsku. Jej vyskum
preukazal preferencie ziakov vytvarat’ vztahy so ziakmi s rovnakym pohla-
vim, etnickym pévodom a spolo¢nou skusenostou v predoslom vzdelavani.
V neposlednom rade Snijders a Baerveldt (2003) vyskumom socialnych vizieb
na holandskych strednych skolach preukazali, Ze ziaci preukazuji tendencie
k homofilii na zaklade delikventného spravania.

Dalsi autori zas vyuzili SNA pri viskume interakcii medzi $tudentmi.
Bokhove (2018) ukazuje vyuzitie SNA pri vyskume interakcif v ramci $kolskej
triedy. Han et al. (2016) preukazali rasticu tendenciu kolaborativnej siete
pri zavere¢nom projekte online predmetu univerzitného pregradualneho
studia. Podobne Naim et al. (2010) pri vyskume vyvoja interakcii v prezen¢nom
kolaborativnom uceni $tudentov univerzitného postgradudlneho studia
zaznamenali rasticu tendenciu sieti §tudentov. Stadia timu Stepanyana et al.
(2010) na druht stranu naznacuje postupom casu rastucu tendenciu univer-
zitnych online studentov interagovat’ so spoluziakmi selektivnejsie — s Coraz
mensim poctom spoluziakov. Jimoyiannis et al. (2013) vyuzili SNA na
skimanie hlavnych aktérov v skupinach kolaborativneho online ucenia.
Autori zistili, ze participacia na kolaborativhom ucenf viedla k efektivne;j
integracii ich myslienok v skupine. Stidia d'alej preukazala, Ze skupiny mali
tendenciu vytvorit’ relativne centralizované siete okolo malého poctu aktiv-
nych $tudentov.

Niekolko autorov vyuzilo SNA na skimanie ucitel'skych vztahov a spolu-
prace. Meijs a De Laat (2012) preukazali dolezitost’ neformalnych vztahov
medzi ucitelmi na ich profesijny rozvoj na zakladnych skolach. Autori argu-
mentujd, ze najvplyvnejsi ucitelia su kl'u¢ovi pri zavadzani novych ucebnych
postupov. K podobnym zaverom prisla studia Quardokusa a Hendersona
(2015), ktora skimala $truktiru neformalnych vztahov na univerzitnych
katedrach. Studia timu Bakkenesa et al. (1999) zas naznacuje, Ze uéitelia na
zakladnych skolach sa zdruzuju podla svojej $pecializacie, a preukazuje
ddlezitost’ spajajucich ¢lankov — ucitelov, ktori tvoria mosty medzi jednotli-
vymi podskupinami ucitelov. Za zmienku stoja aj exploratérne analyzy
publikac¢nych sieti vyskumnikov z pedagogickej oblasti (Juhanak, 2017; Munoz
et al., 2010).

Na urovni §kol, organizacii ¢i krajin bola SNA vyuzita taktiez. Breuer et
al. (2009) zozbierali data z ucitel'ského kolaborativneho projektu eTwinning
zo 45 000 §kol z celej Eurdpy. Skumali Styri urovne spoluprice — medzi
ucitel'mi, skolami, projektami a krajinami. Stadia preukazala, Ze vicsina re-
gistrovanych §kol a u¢itelov bola v projekte neaktivna. Dalej preukazala vysoku
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mieru centralizdcie a mald mieru prepojenosti sietf, ¢o malo za dosledok, Ze
vicsina ucitelov nebola prepojend s jadrom siete a mala limitovany pristup
k informaciam. Kolleck (2015) vyuzila SNA na vyskum implementacie
vladnych opatreni v oblasti skolstva v Nemecku. Jej stadia na zaklade vypoc-
tov centralit preukazala, Ze mimovladne organizacie a vladni aktéri mali ovela
vplyvnejsie postavenie pri implementacii opatreni nez skoly samotné.

Met6dy SNA v praxi

V nasledujucej ¢asti ilustrujem vyuzitie, aplikaciu a interpretaciu SNA v pe-
dagogickom vyskume na sérii 5 vyskumnych otazok za pouzitia orientovanej
socialnej siete X2 reprezentujucej fiktivnu skolska triedu (obrazok 4). Pévod-
né data zahfnaji okrem matice susednosti mend, pohlavie, status ziaka so
$pecialnymi vzdelavacimi potrebami (SVP) a vaZeny prospech normalizovany
do hodnoty 0—1, kde hodnota 0 znaci najhorsi a hodnota 1 najlepsi prospech
v triede. V triede je 26 ziakov — 13 dievéat (50 %) (tmava farba vrcholov),
13 chlapcov (50 %) (svetla farba vrcholov); z toho 10 ziakov (38,46 %) —
4 dievcata (15,38 %) a 6 chlapcov (23,08 %) — ma Specialne vzdelavacie potreby
—SVP (biela farba nazvu vrcholov). Hrany reprezentuji sympatie — v pripade
vzajomnych sympatii mozeme vizbu vaimat’ ako priatelstvo. Velkost’ vrcho-
lov reprezentuje vstupny stupen — kol'ko spoluziakov vyjadrilo danému ziakovi
sympatie. Siet’ je vizualizovana v softvéri Gephi (Bastian et al., 2009) za
vyuzitia layoutu ForceAtlas2 (Jacomy et al., 2014). Sietové vypocty st robené
v Rkniznici statnet (Handcock et al., 2018; Hunter et al., 2008). Permutacné
testy su robené v Rkniznici RIZAideMemoire (Hervé, 2020).

Vyskumné otazky:

VOU1: Lisi sa socidlne postavenie Ziakov so Specidlnymi vzdeldvacimi potrebami
v triede od ostatnych? (prierezova analyza s pouzitim permuta¢ného t-testu)

VO2: Existuje siivislost’ medzi centralitou vlastného vektora v rdmci triedy a prospechom
v Skole? (prierezova analyza za pouzitia Pearsonovho korela¢ného koeficientu
s permutacnym testom)

NO3: Ouplyviinje homofilia na ziklade pohlavia a statusn Fiaka so SV'P podobu
socidlnej siete v triede? (prierezova analyza za pouzitia ERG modelu)

VO4: Ako sa vyvijala socidlna siet’ v triede v case? (deskriptivna dynamicka
analyza)

NOS5: Co avplyvnilo trorbu socidlnej siete v triede v éase? (dynamické analjza za
pouzitia STERG modelu)
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Obrazok 4
Zobrazenie siete X2

V'O1: Lisi sa socidlne postavenie iakov so Specidlnymi videlavacimi potrebami v triede
od ostatnych?

Prva vyskumnu otazku bude adresovat’ prierezova analyza za pouzitia vypo-
¢tu zakladnych Strukturdlnych vlastnosti siete a permutac¢ného t-testu’. Aby
sme na otazku odpovedali, je potrebné vypocitat’ hodnoty strukturalnych
premennych vsetkych Zziakov. Tabul'ka 1 zobrazuje deskriptivnu statistiku
siete na urovni vrcholov siete X2. Pohladom na jednotlivych Ziakov zistime,

Medzi pouzivané SNA softvéry umoznujice vypocty zakladnych vlastnosti siete patria
Rkniznica statner (Handcock et al., 2018; Hunter et al., 2008), Gephi (Bastian et al.,
2009), Pajek (Batagelj & Mrvar, 1998), jgraph (Csardi & Nepusz, 2006) ¢i UCINET
(Borgatti et al., 2002). Pre manudly pozri: statnet (Butts, 2008; Butts & Butts, 2019;
Goodreau et al.,, 2008), Gephi (Cherven, 2013; Cherven, 2015; Gephi.org, 2017), Pajek
(Mrvar & Batagelj, 2019), igraph (Csardi & Nepusz, 2010), UCINET (UCINET, 2020).
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7e vel'ka ¢ast’ Ziakov so SVP mé nizke hodnoty vstupnych a vystupnych stup-
fiov, nulové hodnoty klastrovacieho koeficientu a nulové hodnoty medzi-
Pahlosti, ¢o moze naznacovat, e #iaci so SVP sa menej socializuja a oproti
ostatnym sa menej zdruzuju do klik. Tieto hodnoty sa daju interpretovat’
rozne, a ak by sme mali pristup do triedy, urcite by bolo zaujimavé napriklad
pozriet’ sa kvalitativnym dizajnom na spravanie sa ziakov s nizkymi hodno-
tami $trukturdlnych premennych v triede’. My v$ak chceme s vyuzitim SNA
dospiet’ k zaveru o rozdieloch medzi dvoma skupinami ziakov; preto rozde-
lime Ziakov do dvoch skupin — SVP a bez SVP a vypoéitame aritmetické
priemery so smerodatnymi odchylkami (SD) $trukturalych hodnot oboch
skupin (tabuPka 2). Namerané priemery naznacujd, e ziaci so SVP maja
vietky hodnoty $trukturilnych premennych niZsie nez Ziaci bez SVP.

Ak vsak chceme z nasich dat urobit’ zaver o rozdieloch medzi ziakmi bez
SVP a ziakmi so SVP, potrebujeme vykonat’ test viznamnosti, na zaklade
ktorého budeme alebo nebudeme moct’” odmietnut’ nulova hypotézu, Ze
rozdiely v nameranych strukturdlnych premennych medzi ziakmi boli spo-
sobené niahodou. Standardnym postupom by v tomto pripade bol neparovy
t-test. Standardny t-test v8ak pri pocitani p hodnoty predpoklada vzajomnu
nezavislost’ vietkych pozorovanych hodnét. Siet'ové premenné vsak maja zo
svojej podstaty medzi sebou dyadické zavislosti — hodnoty vzdjomnych vizieb,
klastrovacieho koeficientu ¢i centralit su vsetky zavislé na vstupnych a vy-
stupnych stupnoch vsetkych ostatnych vrcholov. Ak by sme zmenili pocet
vizieb jedného vrcholu, ovplyvnilo by to hodnoty strukturalnych premennych
vsetkych ostatnych vrcholov. Testy predpokladajice vzajomnd nezavislost’
pozorovanych premennych su preto pri sietovych datach nepouzitelné.

Alternativou su testy vyznamnosti zalozené na permutacii dat, ktoré nie
st zalozené na predpoklade nezavislosti pozorovani. Permutacné testy velkym
mnozstvom simulaci{ sleduji mozné rozdelenie vysledkov pozorovani zo
suboru sledovanych premennych a porovnavaju ich s empirickym vysledkom.®
Permutacné testy st pouzivané tiez pri modelovani za pouzitia sietovych dat.
Pri modelovani velkosti efektu sa pouzivaji bezné nastroje inferencnej $ta-
tistiky ako testy korelacie ¢i regresné modely, su vSak doplnené o testy vy-
znamnosti zaloZené na permutacii dat. Specialnymi typmi permutaénych
testov vyuzivanych v SNA st aj CUG test (conditional uniform graph test) a QAP

SNA méze byt relevantnou sicastou zmiesaného vyzkumného dizajnu. Kvalitativny
dizajn vie SNA obohatit’ o dolezité premenné, zatial co SNA vie kvalitativny dizajn
obohatit’ o pohlad na sledované struktary (Edwards, 2010; Martinez et al., 2003).
Pre obsiahlejsi vyklad permuta¢ného testu pozri kapitolu 8.2 v Borgatti et al. (2018).
Pre tedriu za permutacnymi testami pozri Berry et al. (2019) a Butts (2007).
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test (guadriatic assignments procedure test). Zatial co CUG test nechéava pri pet-
mutaciach jednu $trukturdlnu premenni rovnaka a meni struktaru siete, QAP
test nechava pri permutacii celd strukturu siete nezmenend. CUG test je
preto vhodny na testovanie vyznamnosti strukturalnych premennych jednej
siete, zatial ¢co QAP test je vhodny na testovanie vyznamnosti medzi siet’ami

(Cunningham et al., 2016)’.

Tabulka 1

Deskriptivna statistika siete X2 na sirovni vrcholoy

ziak | pohl. | SVP | prosp. | vstup. | vystup.| vzdj. | klastr. | medzi. | blizk. vizls(t.
Ann | D N | 025 5 6 4 1033 ] 037 ] 033 ] 066
Ben | CH | N | 042 7 2 1 025 | 036 | 032 | 0,31
Cay D N | 052 3 2 2 040 | 0,01 | 026 | 0,33
Deb | D N | 0,05 3 3 2 040 | 019 | 026 | 0,49
Edd | CH N | 0091 3 3 2 0,53 | 0,32 | 0,34 | 015
Fin | CH N | 085 1 3 1 0,83 | 0,04 | 0,31 | 0,06
Gem D N 0,27 4 3 3 0,67 | 0,03 | 0,28 | 0,67
Hay | D A | 032 | 2 2 2 | 000 | 0,08 | 022 | 029
Ina D A 0,12 1 1 1 0,00 | 0,00 | 0,118 | 0,08
Jim | CH A | 0,00 1 2 1 0,67 | 0,00 | 0,29 | 0,01
Kev | CH A | 012 2 2 1 0,50 | 0,00 | 0,26 | 0,01
Leo | CH A | 0,05 0 3 0 033 | 0,00 | 0,29 | 0,00
Meg | D A | 095 5 2 2 | 048 | 0,12 | 0,23 | 0,85
Nat | D A | 093 4 4 4 1043 ] 033 ] 020 | 0,83
oy | cH | N o023 1 4 0 | 050 ] 0,01 ] 035 | 002
Pam D N 0,96 4 4 4 0,43 | 0,26 | 0,25 | 0,78
Qin | D N | 078 4 4 4 071 | 0,03 | 0,21 | 0,68
Ray | D N | 054 4 4 4 071 | 0,03 | 021 | 0,68
Sol D N | 042 2 3 2 0,80 | 0,00 | 018 | 0,37
Tea D N 0,75 1 3 3 0,76 0,01 0,21 0,68
Uno | CH | A | 100 | 5 5 5 ] 032 ] 006 | 027 | 094
Vie | CH | N | 080 ] 3 3 3 1083 ] 000 ] 027 | 072
Wyn | CH A | 045 2 2 2 0,67 | 0,00 | 0,22 | 051
Xan | CH N | 041 2 2 2 0,67 | 0,00 | 0,22 | 051
Yan | CH A | 091 6 6 6 024 | 0,21 | 028 | 1,00
Zac | CH N | 082 4 4 3 030 | 0,40 | 032 | 076

Pre porovnanie a priklady CUG a QAP testov v R pozri Murphy (2020).
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Permutacny neparovy t-test s iroviiou vyznamnosti o = 0,05 (tabulka 2) pri
10 000 permutaciach dokazal v sieti X2 odmietnut’ nulovd hypotézu iba pri
klastrovacom koeficiente (tucnym pismom)."” Nasa analjza preukdzala, ze
ziaci so SVP maji v porovnani so ziakmi bez SVP mensi klastrovaci koefi-
cient, ¢o naznacuje, ze sa menej zdruzuji v klfkach. V ostatnych pozorovanych
aspektoch su si vsak dve skupiny ziakov podobné.

Tabul'ka 2
Priemery hodndt premennych siete X2 na sirovni kategorii S1'P/bez S17P

vstup. | vystup. | vzaj. | klastr. | medzi. | blizk. Vl:ls(t.
vek.
280 | 29 24 | 036 | 008 | 025 | 045
(2,04) | (1,60) | (1,96) | (0,24) 0,11) 0,03) | (042)
319 | 332 | 25 | 057 | 013 | 027 | 049
1,60) | (1,01 | 1.21) | 0200 0,16 | 0,05 | (0,25

p hodnota perm. t-testu | 0,6729 | 0,5139 | 0,9739 | 0,025 | 0,3925 | 0,3837 | 0,9699

SVP priem. (SD)

bez SVP priem. (SD)

V' O2: Existuje sivislost’ medzi centraliton viastného vektora v ramci triedy a prospechonm
v Skole?

Druht vyskumnu otiazku bude adresovat’ vypocet Pearsonovho korelaéného
koeficientu s permutacnym testom. Vypocet preukizal pozitivny linearny
vztah (o = 0,6522 s p hodnotou = 0,001 pri 10 000 permutaciach) medzi
premennymi centralitou vlastného vektora a prospechu v sieti X2. Vysledok
naznacuje, ze ziaci s vysokymi hodnotami centrality vlastného vektora maju
zarovefl v porovnani s ostatnymi lepsi prospech. Vypovedna hodnota koefi-
cientu je vSak obmedzena na konstatovanie existencie pozitivneho vztahu
medzi dvoma premennymi. Jednak vypocet neberie do uvahy iné premenné,
ktoré mézu ovplyviiovat’ prospech a centralitu vlastného vektora, jednak
v pripade prierezovych dat nie je mozné definitivne urcit’ smer zavislosti
— korelacia nam nehovori, ¢i vysoka hodnota centrality vlastného vektora
vedie k lepsiemu prospechu, ¢i prospech vedie k vysokej centralite vlastného
vektora, alebo ¢i st obe premenné tak zavislé ako nezavislé."! Rovnako ako
pri nesietovych datach sa nemusime obmedzovat’ na vypocet korela¢ného
koeficientu. Na modelovanie vztahov s pouzitim sietovych diat mozeme
vyuzit’ vetky moznosti regresnych modelov. Na posudenie vyznamnosti vak
musime vzdy pouzit’ testy zalozené na permutacii.

10 Nastavenie urovne vyznamnosti pri testovani nulovej hypotézy je komplexnou prob-
lematikou a zauzivané hodnoty by nemali byt pouzivané automaticky (Kim, 2015).
B Pre dokazovanie kauzality pozri Beebee et al. (2009) a Heath et al. (1993).
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1703: Ouplyviinje homofilia na 3idklade pohlavia a statusu iaka so SV'P podobu socidl-
nej siete v triede?
Zatial ¢o vypocty korelacného koeficientu a regresné modely sa vyuzivaju na
preukdzanie a meranie vztahov medzi premennymi bez modelovania
samotnej Struktiry siete, ERG modely (exponential random graph models zname aj
ako p* muodels) sa za pouzitia prierezovych dat snazia identifikovat’ efekty, ktoré
podobu socialnej siete ovplyviuji.'” ERG modely su zaloZzené na myslienke,
ze podoba siete je ovplyvnena mnozstvom navzajom sa prelinajucich efektov
na mikro arovni. Efekty su rozne usporiadania vizieb, o ktorych je predpoklad,
ze sa v sieti vyskytuju viac alebo menej, nez by sme ocakavali nahodou. ERG
modely vedia ponat’ velké mnozstvo efektov vratane ich vzajomnych zavislosti
a umoznuju tak realisticky modelovat’ sietové struktury (Morttis et al., 2008)".
Najvicsim prinosom ERG modelov je prave ich schopnost’ identifikovat’
a oddelit’ silu jednotlivych efektov v sieti. Na prvy pohlad sa méze napriklad
zdat), Ze siet’ je ovplyvnena efektom homofilie, po zapocitan{ efektu tranzitiv-
ity (tendencia vytvarat’ vizby s tym, s ktorym mam spolo¢ného znameho) vsak
moézme zistit), ze efekt homofilie je v kone¢cnom désledku nevyznamny a po-
zorované homofilne vizby st viac dosledkom tranzitivity nez homofilie samot-
nej. Vysledky ERG modelov su pravdepodobnosti, s akymi sa vytvor{ vztah
medzi dvoma vrcholmi v sieti na zaklade jednotlivych sledovanych efektov.
Sila jednotlivych efektov je vo forme log. odds. (logaritmus sanci)'. V pripade,
ze je sila efektu vyssia, nez by sme ocakavali ndhodou, m6zme predpokladat’,
ze dany efekt ovplyvnil podobu sledovanej siete. Lusher et al. (2012) a Harris
(2013) do detailov pojednavaju o ERG modelovani — od zakladnej charakte-
ristiky, cez rizika spojené s modelmi, po praktické priklady ich vyuzitia®
ERG modelovanie sa da rozdelit’ do troch hlavnych casti. V prvom rade
musi byt’ do modelu vlozena socialna siet’ tak, ako bola odpozorovana. V na-
som pripade je to matica susednosti siete X2 a zoznam vlastnost{ vrcholov.
V druhom rade sa $pecifikuji parametre modelu; vkladdme do modelu efekty,
pri ktorych predpokladdme, ze maju vplyv na strukturu siete. Pri $pecifikdcii
parametrov modelu sa standardne zacina s efektom prepojenosti (edges), ktory
slazi ako ekvivalent intercept pri beznych regresnych modeloch (Hunter et
al., 2008); nasledne sa pridavaju ostatné efekty a porovnava sa, ¢i sa celkova

Medzi pouzivané SNA softvéry umoznujice inferencné analyzy patri okrem Rkniznice

statnet a UCINETu aj Rkniznica RSiena (Ripley et al., 2020) a software PNez (Wang et

al., 2009).

B Pre $pecifikicie ERG modelov pozri Robins et al. (2007), Anderson et al. (1999), Wasser-
man a Pattison (1996) a Frank a Strauss (1980).

1 Pre vztahmedzilog. odds, odds a odds ratios pozri Grimes a Schulz (2008) a Borenstein
ctal. (2009).

15 Pre ERGM manualy pre statnet pozri Goodreau et al. (2008) a Hunter et al. (2008).
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pravdepodobnost’ modelu zlepsila. Najcastejsimi efektami, ktoré sa pri Speci-
fikacii ERG modelov pouzivaju, su pri orientovanych sietach okrem efektu
prepojenosti efekty vzajomnosti (tendencia opitovat’ jednosmerné vizby
a tvorit’ vzajomné vizby), tranzitivity (tendencia zdruzovat’ sa do klik),
distribucie stupniov (frekvencia, s akou sa v sieti vyskytuju jednotlivé hodnoty
stuptiov) a homotfilie (tendencia vytvarat’ vztahy s vrcholmi s podobnymi
vlastnost’ami).' Tieto efekty boli popisané v mnohych studidch a ich vplyv
je v socialnych sietach povazovany za univerzalny (Kadushin, 2012). V nasej
sieti sa zameriame na vsetky spominané efekty s homofiliou na zaklade
pohlavia a statusu Ziaka so SVP.

Poslednym a najdélezitej$im krokom ERG modelovania je diagnostika
modelu. Z ERG modelov mo6zu vzist’ hodnoverne vyzerajuce vysledky,
ktoré st ni¢menej chybné a ich chybovost’ je nutné skontrolovat’ za pouzitia
diagnostickych postupov. Jedna sa o kontrolu konvergencie modelu (node/
convergence) a kontrolu dobrej zhody s datami (goodness of fif). Kontrola konver-
gencie modelu ma za ciel posudit, ¢i je model dostato¢ne $pecifikovany
a odhady parametrov modelu su spolahlivé. ERG modely zvic¢sa vyuzivaju
pri odhadovani parametrov modelu MCMC (Markov chain Monte Carlo) met6dy.
Ak odhady parametrov nie su spolahlivé, hovorime o degenericii modelu
(model degeneracy). Na druhu stranu kontrola dobrej zhody s ditami mad za ciel
posudit’, ¢i je model kvalitny a $pecifikovany tak, ze je schopny adekvatne
reprodukovat’ vysledky pozorovanej siete. Bez konvergencie modelu a zaroven
dobrej zhody s datami nie st vysledky ERG modelov validné."”

Nez prejdeme na interpretaciu vysledkov ERG modelu, musime sa pre-
svedc¢it’ o konvergencii modelu a dobrej zhode s datami. V kniznici statnet sa
konvergencia modelu posudzuje po vytvoreni modelu prikazom memc. diagnos-
ties, ktory vytvori sériu modelov s naou $pecifikaciou a sleduje hodnoty
pozorovanych efektov. Ak model zkonvergoval, hodnoty vsetkych efektov
budu oscilovat’ okolo priemernej hodnoty efektu pozorovanej siete. Hodnoty
efektu prepojenosti v simulovanych siet’ach osciluju okolo priemeru (obra-
zok 5). Ostatné hodnoty efektov vyzeraji podobne, ¢o naznacuje, ze model
zkonvergoval.'®

Robins a Lusher v kapitole 13 v Lusher et al. (2012) rozoberaju zakladné specifikacie
roznych typov sieti. Pre detaily $pecifikdcie parametrov v kniznici stafnet pozri Morris
et al. (2008).

Koskinen a Snijders v kapitole 12 v Lusher et al. (2012) vysvetl'uja procesy pri ERG
modelovani vratane diagnostiky. Pre diagnostiku modelov v kniznici statnet pozri
Goodreau et al. (2008) a Li a Carriere (2013).

Neuvadzam grafy pre vietky sledované efekty, su vSak k dispozicii na vyziadanie. Ak

17

su ERG modely stcast'ou publikovaného vyskumu, je dolezité, aby boli vysledky testu
konvergencie bud prilozené priamo v §tudii, alebo aspon k dispozicii na vyziadanie.
Rovnaké pravidlo plati aj pri testovani dobrej zhody s datami.
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Graf distribiicie hodndt efektn prepojenosti x MCMC simnldcii

Dobra zhoda s datami sa v kniznici statnet posudzuje prikazom gof, ktory
z mnozstva simulovanych sietf nahodne vyberie vzorku a porovnava hodnoty
strukturdlnych premennych vzorky s odpozorovanou sietou. Sleduju sa hod-
noty vstupnych a vystupnych stupniov, tranzitivity, minimalne geodetické
vzdialenosti, ako aj vsetky efekty v modely. Vysledkom testu su priemery
hodnét zo simulovanych sieti a p hodnoty vypocitané z porovnania priemerov
hodnét zo simulovanych sieti a realne odpozorovanej siete. Cim st priemery
hodno6t zo simulacii blizsie k hodnotdm odpozorovanej siete a ¢im je p hod-
nota vyssia, tym kvalitnejsi model je. VSetky hodnoty priemerov zo simulo-
vanych siet{ sa blizia k hodnotim z odpozorovanej siete. V tabulke 3 su
uvedené p hodnoty z testu (MC p-value), ktoré ukazuju vysokd mieru zhody."”

Vysledky ndsho ERG modelu?®’ (tabulka 3) naznacuju, ze $truktira social-
nej siete X2 je ovplyvnena efektami vzajomnosti, tranzitivity, homofilie na
zaklade pohlavia, ako aj homofilic na zaklade statusu Ziaka s SVP. Vietky
tieto efekty ovplyvnili podobu siete pozitivne, Ziaci teda maju tendenciu

Neuvadzam p hodnoty strukturalnych premennych mimo sledovanych efektov ani
hodnoty priemerov, st vSak k dispozicii na vyziadanie.

Nas model pouzil jednu jednoturovnovu siet’ s jednoduchymi vizbami, MCMC (Mar-
kov chain Monte Carlo) vypoc¢tom zavislosti a gwesp Statistikou (Snijders et al., 2006)
pre vypocet tranzitivity. ERG modely v8ak na tato konkrétnu $pecifikaciu niesa
odkazané. Pre porovnanie vypoctov zavislosti v ERG modeloch pozri Lubbers a Snij-
ders (2007). Pre priklady viacirovnovych modelov pozri Wang et al. (2013) a An (2015).
Pre modely s vazenymi vzt'ahmi pozri Krivitsky (2012). Pre priklady curved ERGM,
pozri Hunter a Handcock (2006). Pre priklady agregovania vysledkov z viacerych sieti
pozri Lubbers (2003) a Chen et al. (2019).

Pre rozvinutejsie uvahy pozri Van der Pol (2017), pripadne kapitolu 12 v Lusher et al.
(2012).

20
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vizby opitovat, maju tendenciu vytvarat’ vztahy so spoluziakmi, s ktorymi
maju spolo¢ného priatela, chlapci davaju prednost’ vizbam s chlapcami,
dievéata vizbam s dievéatami, Ziaci s SVP s ostatnymi ziakmi so SVP a Zia-
ci bez SVP s ostatnymi Ziakmi bez SVP. Z tychto efektov je najsilnejsi efekt
vzajomnosti, nasledovany efektami tranzitivity a homofilie na zaklade pohla-
via s podobnou velkostou efektu a efektom homofilie na zaklade statusu
ziaka s SVP. Ostatné efekty nie su $tatisticky vyznamné. Za $tatisticky vy-
znamné sa Standardne povazuju tie efekty, ktorych hodnota je aspont dvakrat
vicsia ako smerodajna chyba, pripadne ich hodnota Pr(>|z|) je mensia ako
urovefl vyznamnosti.”! Znamend to, ze ziadna zo sledovanych skupin ziakov,
& uz na zaklade pohlavia alebo statusu Ziaka s SVP, nema tendenciu vytvérat’
vzt’ahy menej alebo viac nez ta druha (efekt pohlavia a SVP). Rovnako tak
ziaci nemaju tendenciu centralizovat’ sa a vytvarat’ viac vzt'ahov so spoluziak-
mi s vysokymi hodnotami stupniov (distribucie stupniov).*

Tabul'ka 3
Vyisledky ERG modelu siete X2

log. odds (SE) Pr(>|z|) p—lx\l/i?ue
edges (celkova prepojenost’) —-3,09525 (1,50836)| 0,04016 * 1,00
mutual (vzijomnost’) 3,060490 (0,64779)| < le-04 *** | 1,00
twopath (prepojenost’ cez dve hrany) —0,39341 (0,24563)|  0,10924 0,86
gwideg.fixed.1 (distribucia vstupnych stupnov) | —1,28121 (7,07075)| 0,23122 1,00
gwodeg.fixed.1(distribicia vystupnych stupniov) |  2,28399 (7,74982)|  0,19180 0,94
gwesp.fixed.1 (tranzitivita) 0,75666 (0,16907)| < 1e-04 *F* | 0,84
gwdsp.fixed.1 (efekt nizsicho radu tranzitivity) | 0,03844 (0,24398)| 0,87482 0,84
nodematch.pohlavie (homofilia) 0,82143 (0,25412)| 0,00123 ** | 0,94
nodematch.SVP (homofilia) 0,32737 (0,14008)| 0,01943 * 0,98
nodefactor.pohlavie.ch (efekt pohlavia) —0,06364 (0,13799)| 0,64467 1,00
nodefactor.SVP.a (efekt SVP) —-0,07185 (0,76186) |  0,65709 1,00
Signif. codes: 0 % 0,001 *¥ 0,01 * 0,05 0,1 "1

22

Gwdegree Statistika sa okrem potreby konvergencie pouziva aj na preukazanie tzv.
»popularity effect”, ktory sa prejavuje tendenciou aktérov vytvarat’ vzt'ahy s aktérmi,
ktori maju vysoku hodnotu centrality, o md za nasledok vysoku centralizaciu siete.
Zaroven ma za nasledok rozdelenie siete na jadro, v ktorom maju aktéri s vysokymi
hodnotami centrality mnozZstvo vizieb medzi sebou, a perifériu, v ktorej st vizby malo
pocetné a vedu smerom k jadru. Kontraintuitivne, zaporna hodnota efektu znaci
pozitivny efekt centralizacie. Nazorne ukdzané v softwary gwdegree (Levy, 2016).
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V' O4: Ako sa vyvijala socidlna siet’ v triede v case?

Doteraz sme nasu siet’ analyzovali iba z jedného pozorovania. Predstavme si
vsak, ze podobu siete X2 pozname aj v dalsich momentoch v case a rozne
podoby siete tak vieme porovnat’. Siet’ v ¢ase T'1 bola odpozorovana kratko
po vzniku triedy, v ¢asoch T2-T5 v dvojmesacnych intervaloch a v case T6
na konci skolského roku a zaroven v podobe, ako sme ju poznali doteraz
(obrazok 6). Stvrtd vyskumni otdzku bude adresovat’ deskriptivna dyna-
micka analyza za pouzitia vypoctu zakladnych strukturdlnych vlastnosti
siete. Napriek tomu, Ze nasa analyza sa bude venovat’ iba vlastnostiam na
urovni siete, dynamické analyzy vedia, podobne ako ich prierezové ekviva-
lenty, sledovat’ hodnoty strukturalnych premennych aj na trovnijednotlivych
vrcholov.

Okrem uz znamych vypoctov hustoty, reciprocity a priemerného klastro-
vacicho koeficientu vypocitame aj pocet komponentov a pocet vzniknu-
tych a zaniknutych vizieb medzi jednotlivymi sledovanymi obdobiami
(tabul'ka 4). Zatial’ ¢o reciprocita siete zostavala v ¢ase nezmenena, hustota
siete sa za rok 2,5nasobila. Siet’ bola na zac¢iatku velmi malo prepojena,
¢o potvrdzuje aj pocet styroch oddelenych komponentov, od polovice roka
vsak uz ziaci tvorili jeden komponent. Priemerny klastrovaci koeficient
postupne rastol tiez, ¢o naznacuje, ze nové vizby ziaci smerovali skor ku
spoluziakom v ich blizkosti, ktor{ uz mali existujuci vztah s ich zndmymi.
Hodnoty vzniknutych a zaniknutych vizieb naznacuju dolezity moment
v ¢ase medzi T3 a T4. V tomto obdobi vzniklo 37 a zaniklo 42 viazieb, ¢o su
v porovnani so zvyskom roka pomerne vysoké ¢isla. Je to zaroven jediné
obdobie, ked’ viac vizieb zaniklo, nez vzniklo. M6Zeme teda uvazovat’, Ze
v case medzi T3 a T4 sa v triede udiali vyznamné zmeny v rovesnickych
vztahoch.

Tabulka 4
Deskriptivna dynamickd statistika siete X2
T1 T2 T3 T4 T5 T6

hustota 0,0477 | 0,08 | 0,1031 | 0,0954 | 0,1108 | 0,1262
pocet komponentov 4 1 2 1 1 1
reciprocita 096 | 092 | 0,88 | 08831 | 092 | 09446
priemerny klastrovaci koeficient 0 0,042 0,111 0,088 | 0,242 | 0,488
vznik vizieb n/a 24 22 37 22 25
zanik vazieb n/a 3 7 42 12 15




Viyjvej siete X2 v Case
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1705: Co ovplyvnilo tvorbu socidlnej siete v triede v Case?

Piatu vyskumnd otazku bude adresovat’ STERG model (separable temporal
exponential random graph model), ktory je podobny ERG modelu, s rozdielom,
ze na preukazanie vplyvov ovplyviujicich podobu siete vyuziva dynamické
data (Krivitsky & Goodreau, 2019; Krivitsky & Handcock, 2014). Postup
STERG modelovania je taktiez podobny postupu ERG modelovania s roz-
dielom, Ze do modelu sa nevlozi jedna siet’, ale séria sieti tak, ako boli odpo-
zorované. Rovnakym postupom sa $pecifikuju efekty modelu, na rozdiel
od ERG modelov v§ak STERG modely pocitaju silu efektov tak pre vznik,
ako aj pre zanik vizieb a tieto efekty sa moézu Specifikovat’ kazdé zvlast.
Rovnako ako pri ERG modeloch prebieha testovanie konvergencie modelu
a rovnako prebieha aj test dobrej zhody s datami.*

Tabulka 5
Vyisledky STERG modelu siete X2
VZNIK VAZIEB log. odds (SE) Pr(>|z]) Me
p-value

edges (celkova prepojenost’) —5,83946 (0,67666) | <le-04 *** 1,00
mutual (vzijomnost’) 2,07775 (0,23609) | < le-04 *** 1,00
twopath (prepojenost’ cez dve hrany) 0,13410 (0,06223) 0,031166 * 0,98
gwideg fixed.1 (distribicia vstupnych stupnov) 1,12588 (0,59917) 0,060234 , 0,96
gwodeg.fixed.1 (distribucia vystupnych stupniov) | 2,32698 (0,73244) | 0,001488 ** 0,88
gwesp.fixed.1 (tranzitivita) 0,43717 (0,08273) <le-04 #** 0,98
gwdsp.fixed.1 (efekt nizsicho radu tranzitivity) —0,11456 (0,08453) 0,175318 0,98
nodematch.pohlavie (homofilia) 0,05748 (0,17531) | 0,000177 **+ | 1,00
nodematch.SVP (homofilia) 0,35912 (0,18348) 0,050310 1,00
nodefactor.pohlavie.ch (efekt pohlavia) —0,06302 (0,70065) 0,531270 0,92
nodefactor.SVP.a (efekt SVP) —0,05813 (0,73950) 0,676903 1,00
ZANIK VAZIEB

edges (celkovd prepojenost’) —0,94288 (0,89892) 0,29422 1,00
mutual (vzijomnost’) 1,13590 (0,36251) 0,00173 ** 0,98
twopath (prepojenost’ cez dve hrany) 0,57537 (0,60277) 0,33980 0,92
gwideg fixed.1 (distribicia vstupnych stupnov) —0,50074 (0,61642) 0,41660 1,00

» Vysledky testu konvergencie su k dispozicii na vyziadanie. Rovnako ako pri ERG

modely uvadzam p hodnotu z testu dobrej zhody s datami pri jednotlivych efektoch.
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gwodeg.fixed.1 (distribicia vystupnych stupriov) | 1,57866 (0,80234) 0,04912 * 0,98
gwesp.fixed.1 (tranzitivita) 0,40846 (0,20533) 0,04667 * 0,82
gwdsp.fixed.1 (efekt niZsicho radu tranzitivity) | —0,67815 (0,62147) 0,27518 0,90
nodematch.pohlavie (homofilia) 0,96630 (0,30394) | 0,00148 ** 0,96
nodematch.SVP (homofilia) 0,31971 (0,32494) 0,32516 1,00
nodefactor.pohlavie.ch (efekt pohlavia) —-0,03357 (0,18564) 0,85651 0,98
nodefactor.SVP.a (efekt SVP) 0,13078 (0,22250) 0,55668 1,00
Signif. codes: 0 ¥ 0,001 ** 0,01 *0,05 0,1 *°1

Nas STERG model pouziva rovnaku $pecifikaciu ako predosly ERG model
a rovnaké efekty sleduje tak pre vznik, ako aj pre zanik vizieb® (tabulka 5).
STERG model potvrdil vyznamnost’ vsetkych efektov z ERG modelu pri
tvorbe vizieb — efekty vzdjomnosti, tranzitivity, homofilie na zaklade pohla-
via, ako aj homotfilie na zaklade statusu ziaka s SVP, aj ked’ tento efekt sa
pohybuje na hranici vyznamnosti. Okrem spominanych efektov vsak vysled-
ky STERG modelu naznacuji aj pozitivay vplyv prepojenosti cez dve hrany
a efekty distribicie stupniov. Pri zaniku vizieb model preukazal pozitivay
vplyv efektu vzajomnosti, tranzitivity, homofilie na zaklade pohlavia, ako
aj distribicie vystupnych stupniov.

Model ukazuje, Ze ziaci pocas roka davali prednost’ tvorbe vzdjomnych
vizieb, a ked vizby prerusili, bola tendencia vizby ukoncit’ vzdjomne.
Pozitivny efekt tranzitivity pri tvorbe ako aj pri zaniku vizieb naznacuje, Zze
ziaci davali prednost’ vztahom vo viésich celkoch, a ked’ vidzby zanikali,
zanikali tiez v ramci vic¢sich celkov. Efekt homofilie na zaklade pohlavia tak
pri tvorbe ako pri zaniku vizieb zas naznacuje, ze ziaci mali tendenciu
nevytvarat’ vizby s opa¢nym pohlavim, a preto aj ked’ vizby zanikali, zanikali
len v ramci homofilnych skupin. Model tiez ukazuje, ze ziaci pri tvorbe
vzt’ahov nedavali prednost’ spoluziakom s vysokymi hodnotami stupnov,
a teda neprebichala centralizacia. Rovnako ako pri ERG modely nemala ziadna
zo sledovanych skupin ziakov, ¢i uz na zaklade pohlavia alebo statusu ziaka

s SVP, tendenciu vytvarat’ ani prerusovat’ vztahy viac alebo menej nez ta
druha.

24

Pre detaily $pecifikdcie parametrov STERG modelov pozri Morris et al. (2019).
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Dalsie modely

Okrem pocitanych ERG a STERG modelov ponuka SNA vyuzitie mnozstva

'alsich modelov, ktoré prinasaju moznosti mimo ich ramca a napriek tomu,
ze v tomto c¢lanku nie st ako sucast’ praktickych prikladov uvedené, maju
potencial pedagogicky vyskum obohatit’.

Blokmodely (Abbe, 2018; Holland et al., 1983; Wang & Wong, 1983) sa
postavené na koncepte ckvivalencie — siet’ je mozné zredukovat’ na zjed-
nodusent verziu pozostavajucu zo série pozic (uskupenia aktérov) a roli
(vizbami medzi nimi), ktoré svojimi vlastnostami reprezentuju vlastnosti
siete. Su uzito¢né najmi pri porovnavani vlastnosti viacerych sieti ¢i pri
velkych siet’ach, kde je ziaduce siet’ pri zachovan{ strukturalnych vlastnosti
zjednodusit.?

Inym prikladom st latentné priestorové modely (fatent space models) (Hoff
et al., 2005; Kim et al., 2018; Sarkar & Moore, 2006; Sewell & Chen, 2015;
Sweet et al., 2013), zaloZzené na myslienke, ze aktéri v odpozorovanej sieti
maju medzi sebou vizby, pretoze st pri sebe blizko v nizkorozmernom la-
tentnom (nepozorovanom) priestore. Latentny priestor reprezentuje nepozo-
rované atributy, ktoré ni¢menej ovplyviiuju podobu pozorovanej siete.
Oproti ostatnym modelom su latentné priestorové modely vhodnejsie pri
siet’ach so skrytymi Struktdrami a/alebo mnozstvom chybajicich dit (Kim
et al., 2018).

V neposlednom rade je potrebné spomenut’ SAOM (stochastic actor-oriented
models) (Burk et al., 2007; Snijders, 1996; Snijders et al., 2010), ktoré su zalozené
na rovnakom principe ako ERG a STERG modely; predpokladajd, Ze podo-
ba sicte je ovplyvnena mnozstvom navzajom sa prelinajucich efektov na mikro
urovni. Potencidlom SAOM je oddelit’ efekt socialneho vyberu od efektu
socialneho vplyvu (Steglich et al., 2010). Zatial’ ¢co efekt vyberu je dosledok
konania jednotlivca na dynamiku siete, efekt vplyvu je désledok dynamiky
siete na konanie jednotlivca. Prikladom efektu vyberu je preferencia ziakov
vytvarat’ vztahy so spoluziakmi s podobnym prospechom. Na druhu stranu,
efekt vplyvu je efekt skupiny spoluziakov na prospech ziaka. Oba efekty maju
za dosledok pozorovand homofiliu na zaklade prospechu, v skuto¢nosti je
v$ak homofilia vysledkom dvoch samostatnych mechanizmov. SAOM vyuzi-
vaju dynamické data, a st preto uzitocné, ak mame sietové data vo viacerych
¢asoch a chceme efekty socidlneho vyberu a socialneho vplyvu posudzovat’
samostatne.”

» Pre dobry uvod do blokmodelov pozri Dividk (2017).
2 Snijders et al. (2010) ilustruji vyuzitie SAOM pri stadii dynamiky vzt'ahov v triede.
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Problémy spojené s vyuZitim SNA

S mnozstvom moznosti, ktoré SNA vo vyskume prinasa, treba tiez spomentt’
aj problémy a uskalia pri jej pouzivani. Tieto problémy plynt najmi z charakteru
SNA, ked’ sietové vypocty predpokladaji vzajomnu prepojenost’ aktérov.

Velkym tskalim v SNA st chybajice data, ktoré poznacuju sietové vy-
pocty viac nez iné — aj najmensia zmena v sieti méze ovplyvnit’ premenné
ostatnych aktérov (Kossinets, 20006). To znamena, ze ak nam v sieti chybaju
aktéri, ktor{ by tam vsak byt mali, budu tym skreslené vypocty pre celu siet’
Toto plati $pecialne, ak nam chybaju aktéri s prominentnou polohou v ramci
siete — mo6zu nam chybat’ dolezité uzly, ktorych vypadok drasticky ovplyvni
podobu siete. Rovnako tak st mimoriadne ovplyvnené siete s malym poctom
vrcholov, kde akakol'vek zmena v $truktire je o to vyznamnejsia. Okrem
latentnych priestorovych modelov je pravdepodobne najspolahlivejsim
sposobom, ako sa vysporiadat’ s chybajacimi datami v SNA, bezstratova
imputdcia, ked’ sa hodnoty chybajicich premennych odvodia od nechybajucich
premennych (Huisman, 2009).

Dalsim problémom je validita dat. Data pouzivané v SNA sa vicsinou
tykaju 'udi a vztahov medzi nimi, ¢o data robi mimoriadne citlivymi a ich
zber mimoriadne naro¢nym. Vyskum Parkhursta a Hopmeyera (1998) na-
priklad preukazal vyznamny rozdiel medzi popularitou v triede na zaklade
sebahodnotenia a na zdklade hodnotenia spoluziakov. Rozdielne data tiez
mozu priniest’ rozdielne sposoby zberu dat — Schofield et al. (1983) a Williams
a Gilmour (1994) preukazali rozdiel medzi datami o priatelstvach v triede
zozbieranymi dvomi rozdielnymi metédami. Zatial ¢o data zozbierané
sposobom limitovaného vyberu spoluziakov boli spolahlivejsie pri identi-
fikacii blizkych priatelstiev, data zozbierané spoésobom Likertovej skaly
s neobmedzenym vyberom spoluziakov boli spolahlivejsie pri posudzovani
socialnej pozicie ziakov v ramci triedy. Pri zbere dat je preto potrebné zaistit’
ich ¢o najvidcsiu objektivitu a pri ich interpretacii vziat’ do tvahy povod
a charakter zozbieranych dat.

Uskalim je tie2 ¢asova narocnost’ SNA met6d. Specidlne SNA modelova-
nie si pri Specifikacii parametrov vyzaduje velka davku casu a trpezlivosti.
Jednak sa pri Specifikacii parametrov pracuje s velkym mnozstvom efektov
a konvergencia a kvalita vyslednych modelov musi byt’ posidena jednotlivo,
jednak su SNA modely naro¢né na vypoctovi pamit’ a vykon pocitaca.
Specidlne pri velkych sietach sa moze vipocet jedného modelu pohybovat’
v desiatkach mindt az hodinach (Harris, 2013).

V neposlednom rade je potrebné spomenut’ problémy s konvergenciou pri
modelovani za pouzitia odhadov parametrov modelu. Tento problém sa tyka
najmi ERG/STERG modelov. V suc¢asnosti st za pouzitia algoritmov pre
odhad parametrov ERG modely nichylné na degeneraciu a tento problém
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zatial' nebol Gplne odstraneny. Problémy tykajuce sa degeneracie sa daju
minimalizovat’ pouzitim gwesp Statistiky (Snijders et al., 2000), nie je vsak
nezvycajné, ze aj ERG modely $pecifikované podla dobrej praxe neskonvergujia
a mozu byt pre dant siet’ nepouzitelné (The Statnet Development Team,
2019).

Zaver

V tomto ¢lanku bola predstavena analyza socidlnych sieti ako skupina met6d
zalozenych na $tudiu socialnych struktir a polohy aktérov v tychto struk-
tarach, ktoré sa mézu stat'slubnou siacastou pedagogického vyskumu.
Vzdelavanie je od ziakov az po vzdelavacie politiky tvorené mnozstvami
aktérov a vzt'ahov medzi nimi. Niekol'ko $tudif uvedenych v ¢lanku dokazu-
je, ze SNA sa da v pedagogickom vyskume aplikovat’ od najmensich struktar
v ramci triedy po $truktiry medzi krajinami. V hlavnej casti ¢lanku bol po-
tencial SNA ilustrovany za vyuzitia niekolkych prikladov z fiktivnej skolskej
triedy a rovnako tak boli predstavené tskalia spojené s jej pouzitim. Napriek
tazkostiam spojenym s potrebou kvalitnych dat a ¢asovou narocnostou vie
byt” SNA uzitocnym nastrojom pri skumani vel’kého mnozstva procesov
socialneho sveta. S kvalitnymi datami st moznosti SNA prakticky neob-
medzené — moéze slazit’ ako vystup sama o sebe, byt’ sucastou exploratornej
analyzy, alebo sticastou zmiesaného dizajnu. Sietové modely vedia ponat’
velké mnozstvo efektov vratane ich vzajomnych zavislosti a umoznuju tak
realisticky modelovat’ sietové struktury. Uz aj najjednoduchsie vypocty za
pouzitia SNA vsak vedia pedagogicky vyskum obohatit’ o cenné informacie.
Bola by skoda to nevyuzit.
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